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OZET

Hizla gelismekte olan teknolojik gelismeler ve kiiresellesme hem tiiketicileri
hem de iiretim ve hizmet sektorlerini biiyilk oranda etkilemektedir. Kiiresellesme
sayesinde firmalar i¢in yeni pazar alanlar1 ortaya c¢ikarken, miisterilerin daha fazla
secenege ulagmalarina olanak saglamistir. Teknolojik gelismeler sayesinde
miisterilerin benzer {iriin veya hizmete kolay erisim saglayabilmesi ve kiiresellesme
ile pazara daha fazla firmanin dahil olmasi firmalar arasinda zorlu bir rekabete sebep
olmustur. Bu zorlu rekabetten otiirii firmalarin varligini siirdiirebilmeleri hizmet
sunduklar1 miisteri sayisina bagl hale gelmistir. Mevcut miisterilerini korumak ve
biinyelerine yeni miisteriler katabilmek igin firmalar miisteri odakli yenilikler ve
diizenlemeler yapmaya yonelmistir. Miisteri odakliligini1 6n planda tutan firmalar i¢in
hizmet sonras1 miisteri etkilesimi, miisteri memnuniyeti ve miisteri sadakati biiyiik
Onem tasimaktadir. Mevcut miisterilerini, sadik miisterilere doniistirmek ve bu
sadakati devam ettirebilmek i¢in firmalar miisterilerini daha yakindan taniyarak
onlarin talep ve ihtiyaglarina tatmin edici doniisler yapmalidir. Gerek hizmet
esnasinda gerekse hizmet sonrasi ortaya cikan talep ve ihtiyaclarin yonetimi icin

firmalar yardim masasi1 uygulamalar1 kullanmaktadir.

Yardim masas1 uygulamalari, firmalarin sunmus olduklar1 hizmetler ile ilgili
bilgi ve destek saglamayr amacglayan sistemlerdir. Miisteri ve firma personeli
arasinda merkezi koordinasyon saglar. Yardim masast uygulamalar1 kullanilarak
miisteri sikayet ve talepleri toplanmaktadir. Elde edilen bu sikayet ve talepler
firmalarin  kendi eksikliklerini tespit edebilmesine olanak saglamaktadir.
Koordinasyonu dogru olusturulmamis yardim masas1 uygulamalar1 gelen talep ve
sikayetleri ele alirken zaman kayiplar ile karsilagilmaktadir. Bu calismada, miisteri
taleplerinin ilgili birime aktarilmasi siirecinde ortaya ¢ikan verimsizligi minimum

seviye indirgeyerek otomatik siiflandirma yapan bir model 6nerilmistir.

Anahtar Kelimeler: Miisteri Talepleri, Todo, Yardim Masasi
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ABSTRACT

Rapidly developing technological developments and globalization affect both
consumers and production and service sectors to a great extent. Thanks to
globalization, while new marketplaces have emerged for companies, enabling them
to reach more options for consumers. Thanks to technological advances, customers
have easy access to similar products or services, and globalization and the inclusion
of more companies in the market have led to tough competition among firms.
Because of this challenging competition, the sustainability of the companies depends
on the number of customers they serve. In order to protect their existing customers
and to add new customers to their structure, companies have focused on making
customer-oriented innovations and arrangements. After-service customer interaction,
customer satisfaction and customer loyalty are of great importance for the companies
that prioritize customer focus. In order to turn existing customers into loyal
customers and to maintain this loyalty, companies should make a better acquaintance
with their customers and make satisfactory returns to their demands and needs. Help
desk applications are used for the management of the demands and needs arising

during and after the service.

Help desk applications are systems that aim to provide information and
support about the services that companies provide. Provides central coordination
between customer and company personnel. Using help desk applications, customer
complaints and requests are collected. These complaints and demands enable
companies to identify their own deficiencies. Loss of time occurs when handling
demands and complaints from help desk applications that are not properly
coordinated. In this study, it proposes a more automatic structure and alternatives by

reducing time losses to a minimum level.

Keywords: Customer demands, Todo, Helpdesk.
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BOLUM 1
GIRIS

Hizla gelismekte olan teknoloji ve kiiresel rekabet firmalarin mevcut
konumlarin1 korumalarin1 ve biiylimelerini zorlastirmaktadir. Durumlar karsisinda
hizli ve etkili ¢Ozlimler sunamayan firmalarin yasama sanslart azalmaktadir.
Kiiresellesme, firmalar igin sadece tehdit degil, ayn1 zamanda onlara yeni pazar
firsatlar1 da sunmustur. Fakat bu durum ayn1 zamanda kendi pazarii da bagkalarinin
yeni pazar listesine katmistir (Unver 2010). Kiiresellesme sadece firmalar1 degil ayn1
zamanda miisteri profillerinde de degisikliklere neden olmustur. Bilgi teknolojileri
sayesinde miisterilerin bilgi diizeyi artmis ve bilinglenmistir, boylece miisteriler,
daha secici olmus, talep edilen iirlin ya da hizmetin ucuz maliyete ama yiiksek
kaliteye sahip olmasini bekler hale gelmislerdir (Unver 2010; Odabas1 2000). Bir
firmanin varligini siirdiirebilmesi hizmet sundugu miisteri sayisina bagli olmaktadir.
Bu durum firmalar i¢in miisterinin Onemini arttirmakta ve miisterilerin siirekli
degisen talep ve ihtiyaclarin1 karsilayip, yeni stratejiler gelistirmelerini

gerektirmektedir (Cengiz 2013).

Gelisen teknoloji miisteriler i¢in iirlin ¢esitliligi saglayarak alternatif
secenekler sunmaktadir. Bir miisteri talep ettigi {lirlin veya hizmeti birden fazla
firmada bulabilmekte ve bunlar arasinda karsilastirmalar yapabilmektedir. Bu durum
firmalar i¢in zorlu bir rekabet ortaminin olugsmasina neden olmustur. Zorlasan
rekabet sartlari igerisinde varolusunu siirdiirmek isteyen firmalar, miisterileriyle olan
iligkilerini olumlu yonde gelistirdiklerinde rakiplerine karsi avantaj elde edip iistiin

konuma gegtiklerini gérmiislerdir (Cetiner 2012).

Rakiplerine kars1 rekabet avantaji1 elde ederek maksimum karlilig1 yakalamay1
hedefleyen firmalar, miisteri beklentilerini dogru algilayarak bunu hizmetlerine
yansitmalidirlar. Miisteri beklentilerini algilayabilmek i¢in miisteri bilgilerinin ve
davraniglarinin analiz edilmesi gerekmektedir. Bu sayede miisteri beklentilerinin
karsilanabilmesi ve dolayisiyla miisteri memnuniyetinin saglanabilmesi miimkiin

olacaktir (Ers6z vd. 2008).



Mevcut miisteri sayisini arttirmak miisteri memnuniyetine baglidir. Ciinki
memnun miisteri her zaman beraberinde yeni miisteriler de getirmektedir. Miisteri
etkilesimi ile miisteri hakkinda elde edilen bilgilerin analiz edilmesi ve miisteri ile
tekrar goriismelerinde bunu goz onilinde bulundurarak kararlar verilmesi miisteri
memnuniyetini kazanmanin temelini olusturmaktadir (S6nmez 2007). Sonug¢ olarak
miisteri memnuniyetini {ist seviyelere cikarabilmek icgin, miisteri beklentilerinin
karsilanmas1 biiyilk onem tasir (Alabay 2012). Fakat bazen miisteri beklentilerini
bilmek onlar talep etmedik¢e zordur. Firmalar tarafindan, yardim masasi gibi
miisterilerin talep ve sorunlarin1 aktarabilecekleri iletisim araglart hizmete
sunulmalidir. Bu araglar sayesinde sunulan {iriin veya hizmetin siirekli iyilestirilmesi
firmalar i¢in bir firsattir. Firmalarin bu iyilestirmelerde gdstermis olduklar cabalar,
miisterilerin hizmetten aldiklar1 tatmini ve firmaya olan bagliliklarin1 olumlu yonde

etkilemektedir (Alabay 2012).

Miisteri memnuniyetinin saglanmasi ve arttirilmast misteri odaklilikla
miimkiin olmaktadir. Miisteri odaklilik, miisteri memnuniyetinin ve sadakatinin
saglanmasini, sunulan iirlin veya hizmette iyilestirmeler gergeklestirilmesini ve etkin
bir yardim masas1 yonetimini gerektirmektedir. Miisteri sadakati, miisteri taleplerinin
kargilandig1 hizmetin verilmesi, miisteri memnuniyetin saglanmasi, hizmet dncesi ve

sonrasi tiim thtiyaglarin karsilanmasi ile miimkiin olabilir (Alabay 2012).

Miisteri memnuniyeti, miisteri sadakatini kazanmada biiyilk Onem
tagimaktadir. Firmalar miisterilerinin sadakatini kaliteli hizmet sunarak kazanmaya
calisirlar (Kotler, Armstrong 2010). Firmaya yeni misteri kazandirmak, eski
miisteriyi elde tutmaktan 5,6 kat daha masraflidir (Blodgett vd. 1995; Wilson vd.
2012). Bundan dolayr varligini devam ettirmek ve kazancini arttirmak isteyen
firmalar mevcut miisterilerini ellerinde tutmak igin stratejiler gelistirmeli ve
miisterilerini sadik miisterilere doniistiirmelidirler. Firmalarin miisterilerinin %35’ini
ellerinde tutarak karliliklarint %25°ten %125°e kadar cikarabildikleri goriilmiistiir
(Aksu 2004).

Firmalarin  kazan¢g elde edebilmesi  miisterilerinin  beklentilerini
karsilamalarima ve onlari memnun etmelerine baghdir (Alabay 2008). Beklentisi

istedigi gibi karsilanmis olan miisteri, ortalama memnun bir miisteriden daha fazla



sadiktir. Miisteri memnuniyeti beraberinde yeni miisteriler getirirken, memnuniyetsiz
bir miisteri beraberinde daha fazla kisiyi olumsuz etkileyebilmektedir. Memnun

olmayan miisterilerin sadece %4 i bunu firmalarina bildirmektedir (Alabay 2012).

Miisteri talepleri, firmalarin sunmus oldugu {irlin ve hizmet {izerinde

iyilestirmeler yapmasina imkan sunar. Bu taleplerin dogru yonetilmesi (Baris 2008);

° Sunulan {iriin veya hizmeti daha kaliteli bir hale getirir,

° Sadik miisteri sayisini arttirir,

° Miisterilerin bagkalarina olumlu mesajlar iletmesini saglar,
° Firmaya yeni miisteriler kazandirir,

o Miisterinin zihnindeki kalite algisini arttirir,

° Firmanin toplam gelirini arttirir.

Arastirmanin Amaci

Gelisen bilisim teknolojileriyle birlikte miisterilerin ayni1 iirline veya hizmete
ulagiminin  saglanmasi firmalar arasi rekabet artisgina sebep olmustur. Artan
rekabetten dolayr firmalarin varliklarii = siirdiirmeleri ellerinde tutabildikleri
miisterilere  baglhidir. Misterilerinin  memnuniyetini  saglayamayan firmalar
miisterilerini rakiplerine kaptirarak yok olma diizeyine gelecektir. Bu yiizden
firmalar i¢in miisteri memnuniyetinin saglanmas1 ve miisterilerini birer sadik
miisteriye doniistiirmeleri biiyiik 5nem tasimaktadir. Ozellikle hizmet sektdriinde yer
alan kurumsal firmalar i¢in hizmet sonras1 miisteri etkilesimi, miisteri memnuniyeti
ve sadakati acisindan ¢ok onemlidir. Bunu Oncelik haline getirerek stratejilerinde
diizenlemeye giden firmalarin miisteri etkilesimi saglamak i¢in yardim masast adi
altinda birimleri veya sistemleri mevcuttur. Yardim masalari, miisterilerin
karsilastiklar1 aksaklik ve sorunlar1 bildirmek, yeni bir ihtiya¢ dahilinde taleplerini

dile getirmek ve bilgi almak gibi miisteri-firma etkilesimlerinde tercih edilmektedir.

Bu ¢alisma ile 6zel bir firmanin yardim masasina gonderilen istek, talep ve
destek kayitlarindan olusan veri seti lizerinde makina G6grenmesi/siniflandirma
yontemleri ve metin madenciligi teknikleri kullanilarak alinan taleplerin
organizasyonel 1is akislarina uygun olarak ilgili birime yonlendirilmesi

amaclanmustir.



Arastirmanin Onemi

Hizla artan kiiresel rekabet ortaminda varligini siirdiirmek ve kar elde etmek
isteyen firmalar, mevcut stratejilerinde siirekli iyilestirmeler yapmali ve hizmet
sundugu miisterilerinin memnuniyetlerini 6n planda tutmalidir. Memnun miisteri
beraberinde 4 ya da 5 misteriyi getirirken, memnun olmayan miisteri yaninda 9 ya
da 10 kisi gotirebilmektedir.(Alabay 2012) Bundan dolayr mevcut miisterilerini
korumanin yaninda yeni miisteriler kazanmak i¢in miisteri ile etkilesim halinde
olunmali ve miisteri taleplerine ikna edici dontislerde bulunulmalidir. Miisteri
taleplerine etkili ve ikna edici bir doniiste bulunmanin ilk adimi talebinin dogru
birime yonlendirilmesidir. Miisteri taleplerinin, uygun birime aktarilmasi
durumunda, miisterinin dogru kisiyle etkilesime gegmesi saglanacaktir. Bu durum
ilgili talebin hizli bir sekilde, daha net anlasilmasina ve istenilen Olgiide
karsilanmasina olanak sunacaktir. Bu sayede taleplere hizli doniisler yapilacak, dogru
ekiplere sorun daha kisa siirede yonlendirildigi i¢in ¢oziimleme siiresi kisalacak ve
miisteri memnuniyeti arttirilarak miisteri kayiplar1 azaltilacaktir. Tiim bunlar

firmalarin karlilik oranlarina da olumlu katkilar sunacaktir.



BOLUM 2

BENZER CALISMALAR

Miisteri iliskileri ve miisteri talep-sikdyetlerinin degerlendirilmesi {izerine
yapilan caligmalar incelendiginde, daha c¢ok talep ve sikayetlerin nasil toplanacagi,
nasil degerlendirilecegi, miisteri ile iletisime gecerken nelere dikkat edilmesi
gerektigi ve miisteri memnuniyetinin saglanmasi i¢in nelerin yapilmasi gerektigine

iliskin konular tizerine yogunlasildigi gozlemlenmistir.

Chang vd. yaptiklar1 calismalarinda internet ve ticaret ortaminda etkili bir
pazar stratejisi ve miisteri profili olusturmak i¢in, veri ambar1 ve veri madenciligi
tekniklerini  kullanan  bir bliyime modeli olusturmayr amaglamiglardir.
Caligmalarinda modelin uygulanabilirligi ve etkinligi lizerinde durmugslardir (Chang

vd. 2009).

Ittoo vd. online alisveriglerde miisteriye dogru tercihleri 6nermek i¢in miigteri
karar verme siirecine yardimci olacak metin tabanli bir sistem Onermektedirler.
Onerilen bu sistem, iiriin 6zelliklerini 6grenmek i¢in metin madenciligi tekniklerini

kullanarak, miisterilerin tercihlerine uygun {iriinler sunmaktadir (Ittoo vd. 2006).

Thorleuchter vd. ¢alismalarinda e-ticaret sirketlerinin web siteleri tizerindeki
metinsel bilgilerin ticari basarilar1 {lizerine etkilerini analiz etmislerdir. Diinya
capinda en basarili 100 e-ticaret sirketi iizerinde caligsarak, ticari basarisini tahmin
etmede bagarili olan bir regresyon modeli olusturmuslardir (Van Den Poel,

Thorleuchter 2012) .

He vd. en biiyik 3 pizza zincirinin sosyal medya iizerindeki
yapilandirilmamis metinlerini analiz etmek i¢in metin madenciligini derinlemesine
uygulayan bir vaka c¢alismasi yapmuslardir. Sirketlerin sosyal medya analiz
stratejilerini gelistirmelerine yardimci olmak i¢in dnerilerde bulunmuslardir (He vd.

2013).

Ozyirmidokuz, popiiler internet alisveris firmalarmi analiz etmek i¢in metin
madenciligi teknigini kullanmistir. Calismada 200 Tiirk firmasinin web siteleri, dogal

dil isleme ve web metin madenciligiyle incelenmis, benzerlik ve kiimeleme



calismalar1 yapilmistir. Calisma sonucunda elde edilen kiimeleme ile firmalarin

iliskileri ve benzerlikleri tespit edilmistir (Ozyirmidokuz 2016).

Gamon, miisteri geri bildirimlerini ¢ok giiriiltiilii alanlarda bile otomatik
olarak smiflandirmanin  miimkiin oldugunu gostermistir. Bir insanin bile
simiflandirmada zorlanacagi veriler iizerinde yiiksek basari elde etmede dogrusal

vektor makinelerini ve dogal dil isleme tekniklerini kullanmistir (Gamon 2004).

Ozyirmidokuz vd. Tiirkiye’deki en biiyiikk yedi 1sitma sistemi firmasimin
miisteri sikayetlerini analiz etmek i¢in web metin madenciligi teknigini kullanmastir.
Calisma sonucunda firmalarin misteri sikayetleri acgisindan benzerliklerini

belirlemislerdir (Ozyirmidokuz vd. 2014).

Stoica vd. Tiirkiye’deki bir telekomiinikasyon firmasma bildirilen
yapilandirilmamis miisteri geri bildirim belgelerinden alinan verileri 6zetlemek ve
c¢ikarimda bulunmak i¢in metin isleme tekniklerini ve kosinlis benzerligini

kullanmuslardir (Stoica, Ozyirmidokuz 2015).

Caputo vd. Portekizce dilinde olan c¢agr1i merkezi veri tabanlarinda,
miisterilerin taleplerine dayanarak yeni ve yararli bilgileri tespit edebilmeyi
hedeflemislerdir. Bu sayede miisteriye yardimci olmak ve miisteri memnuniyetini
arttirmada firmanin eksikliklerini tamamlamasi icin bilgi ¢ikarimi saglayan, metin
madenciligi ve kiimeleme yontemlerinin kullamildigr bir c¢alisma sunmuslardir

(Caputo vd. 2006).

Ordenes vd. miisteri geri bildirim verilerini analiz etmede metin madenciligi
tekniginin kullanildig: dil bilimsel tabanli bir yaklasim sunmuslardir. Calismalarinda
onerilen metin madenciligi modelinin, yiiksek dogruluk oranina sahip oldugunu ve
egitim yoluyla degisen kapsamlari hesaba katarak esneklik sagladigini ifade

etmislerdir (Ordenes 2014).

Filip, misteri sikayetlerinin firmalar i¢in ne kadar 6nemli oldugu konusu
tizerinde durmustur. Miisteri memnuniyetsizligi hem miisteri kayiplarina neden
olmakta hem de kurumun imajin1 olumsuz etkileyebilmektedir. Miisterilerin
istenmeyen durumlarla karsilagsmasi halinde sikayette bulunmalarini ve kurumun
miisteriyi tatmin edecek sekilde sorunlarini gidermeleri {izerine imkan ve siireclere

sahip olmas1 gerektigini ifade etmistir (Filip 2013).



Alabay, hazirladig1 tez calismasinda, kurumlar ve miisteriler i¢in miisteri
sikayetlerinin O6nemi iizerinde durmustur. Calismada miisteri sikayetlerinin hangi
kanallarla alabilecegi ve miisterilerle iletisim kurarken nelere dikkat edilmesi
gerektigi konular1 derinlemesine incelenmistir. Bu calismaya gore terk eden bir
misteriyi geri getirmek, yeni misteri elde etmek i¢in harcanan maliyetin 6 katina

denk gelmektedir (Alabay 2012).

Coussement vd. gelen maillerin sikayet olup olmadigimi dil yapisi
Ozelliklerini dikkate alarak siniflandiran bir yontem tanimlamislardir. Calismalarinda
TF-IDF ve dogal dil isleme tekniklerinden faydalanmislardir (Coussement, Van Den
Poel 2008).

Weng vd. miisteri hizmetleri personelinin e-postalarla gelen sorulara yanit
vermedeki yiikiinli azaltmak ve e-posta yanitlarina uygun olan sablonlar1 sunan bir
sistem Onermislerdir. Caligsmalarinda metin siniflandirma ve benzer dokiiman vektorii

teknigini kullanarak uygun yanit sablonlar1 sunmuslardir (Weng, Liu 2004).

Gonzalez vd. bilgi yonetim merkezli yardim masast olarak adlandirilan bir
yaklagim Onermektedirler. Temsilci merkezli yardim masas1 ile bilgi yOnetim
merkezli yardim masasinin karsilagtirilmasi i¢in bir simiilasyon olusturmuslardir.
Calismalarinda bir takim iyilestirmelerde bulunulmus ve sonucunda problemin
¢Oziim siirelerinde 6nemli dl¢lide azalmalar meydana geldigini ve yardim masasinin

ciktilarinin gelistigini gostermislerdir (Gonzalez vd. 2005).

Tez kapsamina giren literatlir arastirmasinda ele alinan calismalarda da
gorildiigli lizere miisteri geri bildirimlerinin, talep ve sikdyetlerinin miisteri odakl
firmalar i¢in 6nemi biiyiiktiir. Toplanan miisteri talep ve sikdyetlerinin zamaninda
degerlendirilmesi ve geri doniisler saglanmasi basarili firmalar i¢in bir 6n kosul
olmaktadir. Bu durum miisteri memnuniyetini ve baglhlhigin1 beraberinde

getirmektedir.






BOLUM 3

YARDIM MASASI

3.1. Miisteri Kavraminin Tanimi

Teknoloji alanindaki gelismelerden dolay1 zorlasan rekabet ortaminda giiglii
ve daimi olmay1 hedefleyen firmalar miisteri iliskilerini gelistirdiklerinde rakiplerine
kars1 avantaj elde ettiklerini fark etmislerdir. Bu degisikliklerin hizla devam etmesi
miisterilerin firmalara daha kisa siirede erisim saglamalarinin yaninda, ihtiyaglariin
giderilmesinin yetersiz oldugunu hissettiklerinde alternatif firmalara erisimini
getirmektedir (Tiirker, Ozaltin 2010). Bu durum, firmalar agisindan miisterilerini
elde tutmanin olduk¢a zor bir hal aldigin1 gostermektedir. Firmalarin varliklarinm
stirdlirebilmelerinin temelinde “miisteri” yatmaktadir. Firmalar i¢in bu kadar 6énemli

bir faktor haline gelen “miisteri, kimdir ve nedir?” sorusuna cevap aranmalidir.

Miisteri, ihtiyag ve gereksinimlerini kargilamak i¢in {iriin ve hizmet talep eden
kisidir yani son kullanicidir. Varliklarini devam ettirmeyi diislinen firmalar i¢in
miisteri onem verilmesi gereken bir kavramdir. Bir firmadan iiriin ya da hizmet satin
alan, bu iiriin ve hizmetin pazardaki yerini belirleyen ve firmalarin hedeflerine
ulagsmasina yardimci olan kisi ya da kurulustur (Taskin 2000; Cetiner 2012).
Firmalarin devamliligini siirdiirmeleri ellerinde tutabildikleri miisteri sayisina
baglidir. Miusterilerini kaybetmemek i¢in firmalar, miisterilerinin talep ve
ihtiyaglarin1 tatmin edici Olgiide karsilayarak miisteri memnuniyetini olusturmak
zorundadirlar. Memnun miisteri, beraberinde yeni miisteriler de getirebilmektedir. Bu
da firmalarin miisteri sayisin1 artmasmi ve tanitim maliyetlerini azalmasim

saglamaktadir (Alabay 2007).

Acuner (2003)’ e gore “Bir firmanin miisterisi kimdir?” sorusuna verilen

cevaplar agagidaki gibidir (Acuner 2003);

e  Miisteri, firmanin iiriin ve hizmetlerinin son kullanicisidir.

e Miisteri, firmadaki en onemli kisidir.

e  Miisteri, karsilanmay1 bekleyen istek ve ihtiyaclari olan kisidir. Isletmenin
gorevi de hem kendisine hem de miisterilerine fayda saglayacak sekilde

hizmet etmektir.



e Miisteri bir istatistiksel veri degildir. Duygulari1 olan ve kendisine saygiyla
davranilmasini hak eden kisidir.
e Miisteri isimiz i¢in bir ara¢ degil isimizin amacidir. Hizmet vererek biz ona

degil, bize bdyle bir firsat verdigi i¢in, o bize iyilikte bulunur.

Miisteri kavrami sadece firma disinda yer alan nihai tiiketicilerden
olusmamaktadir. Ayni zamanda firma igerisinde de miisteri konumunda yer alan
firma calisanlarin1 da kapsamaktadir. Bu da bize miisteri kavramimi iki asamada

incelememizi gerektirmektedir.
3.1.1. I¢ Miisteri

I¢c miisteri, firma calisanlarindan olusmaktadir. Kendi icerisinde boliimlere
ayrilmis firmalarda, bir boliimiin c¢ikartmis oldugu iirlin ve hizmetin baska bir
boliimiin ¢alisanlarina girdi olarak temin edilmesi ya da onlarin kullanimina
sunulmast i¢ misteri kavramini ortaya cikarmistir. Nihai tiiketiciye yani dis
miisteriye liriin ya da hizmeti sunmadan Once, iirliin ya da hizmetin miisteriler i¢in
tatmin edici 6l¢iide olup olmadiginin degerlendirmesi i¢ miisterilerin yapmis oldugu
incelemelere baglidir (Akdin 2006). Sadece dis miisteri odakli bir firma asla basarili
olamaz. I¢ miisteriyi memnun edemeyen bir firma dis miisteriyi de memnun edemez.
Bu nedenle iiretilen {iriin ya da hizmetten oncelikle i¢ miisterinin memnuniyeti biiyiik
Oonem tasimaktadir. Clinkii i¢ miisteriler bir {iriin ya da hizmetin {iretim siireci
etkinliginin iyilestirilmesine destek olabilmektedir. I¢ miisterilerden olumlu ya da
olumsuz doniislerin alimi ve bunlar {izerinde Oneri ve taleplerinin alinmasi dis
miisteriye oranla daha kolaydir. Rakiplerine karsi rekabet istiinliigii saglamak
isteyen firmalar i¢ miisterilerinin kullanim etkinligini arttirdiklarinda, dis miisteriye

sunulacak olan iiriin ya da hizmetin kalitesini de arttirmis olacaktir (Tagpinar 2005).

3.1.2. D1s Miisteri

D1s miisteri, firmalarin {iretmis oldugu iirlin ya da hizmeti kullanacak olan
son kullanicidir. D1 miisteri, iiriin ya da hizmetin nerede ve nasil iretildigiyle
ilgilenmekten daha cok iiriin ve hizmetin nasil ve ne kadar siirede eline gectigiyle,
iriin ve hizmetin belirtilen O6zelliklere sahip olup olmadigiyla ve ihtiyaglarim

karsilayip karsilamadigiyla ilgilenir (Karakaya 2007)
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3.2. Is / Gorev Yonetimi

Kiiresel rekabet ortaminda firmalar rakiplerine oranla en iyi olma cabasi
igerisindedir. Bunu saglamak cogunlukla yiiksek kalite, diisiik maliyet ve miisteri
ihtiyaclarina tatmin edici karsiliklar sunmaya baglidir. Bunun i¢in basarili olmay1
hedefleyen firmalar calisanlarindan, yiiksek performans sergilemelerini, miisteri
beklentilerini karsilamalarin1 ve rakiplerine karsi avantaj elde etmede katkida
bulunmalarini beklemektedirler (Biger, Diiztepe 2003). Verimli ¢alisma prensibini
benimsemis olan firmalar, ¢alisanlarinin performanslarini 6lgmek, degerlendirmek ve

arttirmak i¢in etkin is planlamasi ve gorev takip sistemlerine ihtiya¢ duymaktadirlar.

Biiyiikk projelerin gerceklestiriminde projenin daha verimli ve yonetilebilir
olmasi i¢in etkin is planlamasi kullanilmaktadir. Etkin is planlamasi sonrasinda gorev
takibi gelmektedir. Proje gerceklestiriminde ¢alisanlara atanan gorevlerin bitip
bitmediklerini veya hangi asamalarda olduklarmin takibi gorev yonetiminden
incelenebilmektedir. Gorev yoOnetimi her bir ¢alisanin gergeklestirdigi isle ilgili
aktivitelerin izlenmesine ve her bir isin hangi ¢alisana atandiginin tutulmasina izin
verir (Whitley vd 2014). Gorev yonetimi, bir ¢alisanin belirli zaman araliginda
gerceklestirmis oldugu ya da gerceklestirecegi aktivitelerin yonetilmesine ve
raporlanmasina olanak saglar. Is yonetimi siirecinde 6nemli ¢iktilar sunan gérev
yonetim sistemleri, firma c¢alisanlarmmin ne tiir gorevler yaptiklarinin takibini

saglayarak calisanlarin verimlilik artisina 6nemli katkilar saglayabilir.

Bu calismada kullanilmakta olan veri seti, Detaysoft firmasinin kendi
biinyesinde gelistirmis oldugu gorev yonetim sistemi (BNet To-Do Sistemi)
tizerinden toplanmistir. Gelistirilmis olan bu gorev yonetim sistemi, her projenin
basindan sonuna kadar gerceklestirilen gorevlerin hangi agamalarla tamamlandigin
takip imkani sunmaktadir. Ayrica bu uygulama iizerinde, proje tamamlandiktan sonra
bakim/destek siirecinde son kullanicidan sorunlarin ve taleplerin toplanmasi ile yeni
gelistirme isteklerinin alinmasi gibi siirecler yonetilmektedir. Miisteri taleplerinin
toplandig1 uygulama, firma calisanlarinin kullandigr To-Do uygulamas: ile entegre

bir yardim masasi uygulamasidir.
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3.3. Organizasyon Yapisi

Cok sayida calisana sahip firmalar, kendi g¢alisanlarinin uyumlu bir sekilde
caligmalarin1  yiiriitebilmesi ve bunlarin takip edilebilmesi i¢in i¢ kontrol
sistemlerinin kullanimii zorunlu kilmistir. I¢ kontrol sisteminde gorev ayrilik ilkesi
biiyiikk 6nem tasir. Gorev ayriligi ilkesine gore bir islemi yapan, atayan, uygulayan
kisiler farkli olmalidir. Bir firmanin gerceklestirecegi tiim faaliyetlerin gérev ayriligi
ilkesi geregi birbirinden ayrilmasi gerekmektedir (Dabbagoglu 2009). Bu gorev
ayrilig1 firma calisanlarinin organizasyonel bir yapi olusturmasina neden olmustur.
Organizasyon, belirli bir amaca ulasmada yapilmasi gereken gorevlerin tanimlanmasi
ve bu gorevleri gergeklestirecek kisilerin atanmasi yoluyla ortaya ¢ikan yapisal
stirectir (Simsek, Celik 2002). Organizasyon yapist ise firmalarin amaglari
dogrultusunda organizasyonun ic¢inde olusan yetki ve sorumluluklarin tanimlandigi,
karsilikli iliskilerin olusturuldugu ve bilgi, emir, karar ve rapor akisinin
gerceklestirildigi haberlesme kanallarmi kapsayan bir yapidir (Ozgener 2003).
Firmalarin ¢alisanlarindan daha yiiksek verim alabilmeleri i¢in, iyi bir
organizasyonel yapiya sahip olmalar1 gerekmektedir. Yanlis yapilanmalar firma
performansina biiyiik zararlar verebilir (Demir, Tarhan 2011). Her firmanin kendine
0zgl bir organizasyon yapist mevcuttur. Organizasyon yapilari kisilere gore degil,
hedef, sistem ve siire¢ dogrultusunda olusturulmalidir. Organizasyon yapis1 Sekil

3.1°de gosterildigi gibi i¢ ve dig faktorlerden etkilenebilmektedir.

Dissal Faktorler
Miisteriler Pazar Kosullar1 Rekabet Devlet Sosvo-Kiiltiirel

\\/.//@m
"/ N

Yapilacak Is Personel Niteligi |Kullanilan Teknoloji Amaclar
Misyon/Vizyon
I¢sel Faktorler

Sekil 3.1. Organizasyon yapisini belirleyen unsurlar
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Organizasyon yapilart ¢ok sayida personele sahip firmalarin verimli bir
sekilde yonetim ve iletigimlerinin saglanmasinda biiyiikk rol oynamaktadir. Her
firmanin kendine 6zgili bir organizasyon yapist mevcuttur. Bir organizasyon yapisi

olusturulurken asagidaki unsurlar géz 6niinde bulundurulmalidir.

Amac Birligi: Her organizasyon ulagilmak istenen amaclara ve bu amaglara
ulagtiracak faaliyetlere gore tasarlanir. Firma igerisindeki biitiin birimlerin kendi
amaglar1 arasinda biitlinlik olmali ve firmanin temel hedefine katkida bulunacak

nitelikte olmalidir.

Yonetim Alam: Kontrol alan1 olarak da bilinen yonetim alani,
organizasyonda bir iiste kac ast baglanacag ile ilgili bir unsurdur. Bir yoneticiye
baglanacak olan ast sayis1 ve iistlenecegi sorumluluklar, yoneticinin bilgi, yetenek ve

kavrama sinirlarin1 asmamalidir.

Yonetim birligi: Tek yoneticiye sahip bir grubun ayn1 amaca yoneltilmesidir.
Yonetim birligi yonetim alanindan farklidir. Yonetim alani tek kisiyi kapsarken

yonetim birligi bir grubu kapsamaktadir.

Komuta birligi: Her astin bir iiste bagl olmas1 ve sadece ondan emir almasi
olarak ifade edilir. Birden fazla tiiste bagli olma durumunda yetistirilemeyen
faaliyetler, birbiriyle celisebilecek gorevlerle karsilasma gibi sorunlarin ortaya

cikmasina ve faaliyet kargasasi olusturmasina neden olabilir.

Yetki ve sorumluluk: Her ¢alisanin sorumlu oldugu is ile sahip oldugu yetki
ve sorumluluk agik bir sekilde belirtilmelidir. Aksi takdirde hem islerin
yiiriitilmesinde kargasa yasanacak, hem de yoneticiler arasinda catismalar meydana

gelecektir.

Iletisim kanallar1 ve sekli: Organizasyonu olusturan birimler arasindaki
iletisim kanallari, iglerin zamaninda ve dogru olarak yapilabilmesinde biiyiik rol
oynar. Firmanin iist orta ve alt basamaklarinda ¢alisanlarin kendi aralarinda bir araya
gelip goriisebilmesi ve ortaya ¢ikan sorunlarin ¢dziimlenebilmesidir. Iletisim
noktasinda, organizasyon yapisinda yatay ve dikey iletisim kanallar1 olabilir. Yatay
iletisim kanali, aynm1 yonetim kademesindeki gorev yapanlar arasindadir. Dikey

iletisim kanali ise {ist ve astlar arasinda gerceklesir.
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Personel ve kaynak dagiliminda denge: Firma birimlerine gerekli miktarda
calisan saglanmali ve bu calisanlar arasinda nitelik yoniinde denge olmalidir.
Calisanlara saglanan kaynaklarda, ihtiya¢ dnceligine gore dagilimiin dengelenmesi

gerekmektedir.

Boliimlendirme: Organizasyondaki is bolimii ve uzmanlagma derecesine
gore belirli is ve gorevler bir araya getirilerek organizasyonel birimler olusturulur.
Bir is lizerinde uzmanlagma dengesi saglanirsa verimlilik elde edilir. Bir iste
uzmanlasmak ic¢in uzun siire ayn1 ise yogunlasmak gerekir. Eger uzmanlik dengesi
saglanamazsa, bu durum monotonluk, stres ve verimsizlikle sonuglanir. Bu nedenle

firma icerisinde dengeli bir uzmanlagma derecesi saglanmalidir.
3.4. Yardim Masasi Ve Yonetimi

Yardim masalari, son kullanict (miisteri) ile hizmet ekipleri arasindaki
koordinasyon noktasidir. Koordinasyon noktasinin bulunmadigi organizasyonlarda
yardim istemek ve sorunlart ¢oziimlemek biliylik zaman kayiplarina neden
olmaktadir. Yardim Masasi, gelen cagrilarin is Onceliklerine ve belirlenen servis
seviyelerine gore coziimlenmesini saglamakta, kullanici ve destek ekiplerinin
verimliligini artirmaktadir. Yardim masast kurumun ihtiyaclarina ve kullandigi

uygulamalara gore farkli sekillerde organize edilebilmektedir (Esener 2006).
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BOLUM 4

YONTEM

4.1. Veri Setinin Toplanmasi

Detay Danmigmanlik firmasi, miisteri etkilesimlerini optimum diizeyde
gerceklestirmelerini saglamak ve onlarin talep ve isteklerini toplamak i¢in bir yardim
masas1 uygulamasi gelistirmistir. Bu yardim masas1 uygulamasi danismanlik hizmeti
sunduklar1 miisterilerin karsilastiklar1 sorun ve talepleri bildirmelerini ve bu konuda
etkilesim halinde olmalarini saglamaktadir. Bu sistem araciliiyla toplanan veri seti,
ilgili talebi ve bu talebin hangi boliim tarafindan ¢6ziime ulastirildigint igcermektedir.
Bu sistem tizerinde canli/ger¢ek miisteriler tarafindan olusturulan goérevler arasindan
daha 6nce basariyla kapatilan gorevler filtrelenmistir. Bu gorevlerden 886 tanesi veri

seti olarak kullanilmak iizere ayrigtirilmistir. Bu veri setinin;

e 305 Lojistik,
e 273 insan kaynaklari,

e 308 finans boliimii tarafindan ¢oziimlenmis gorevleri igermektedir.

Olusturulan bu veri seti tez caligmasmnin amact olan miisteri taleplerinin
organizasyonel i akislarina uygun olarak siniflandirilmas: siirecinde modelin egitimi

ve testi i¢in kullanilmasgtir.

4.2. Veri On Isleme

Veri seti olarak toplanan miisteri talepleri, dogal bir dil kullanilarak yazildig:
icin belirli bir yapiya sahip degildir. Yapisal olmayan veri setleri 6n islem
asamalarindan gecirilerek ham verilerin temizlenerek uygun bir formata
dontistiiriilmesi gerekmektedir (Feldman, Sanger 2007). Firmalara miisteri tarafindan
gonderilmekte olan talepler konu ve igerik seklinde iki boliim doldurularak
olusturulmaktadir. Daha verimli sonuglar elde edilebilmesi i¢in konu ve igerik kismi
bir biitlin olarak ele alinmalidir. Miisteri taleplerinin siniflandirma islemlerine tabi
tutulmadan Once bazi 6n islem asamalarindan gegirilerek gereksiz veriler, ilgili
birime aktarimini etkilememesi igin temizlenmektedir. Bu oOn islem asamalar1

(Karadag, Take¢1 2010);
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e Simge ve Noktalama isaretlerinin temizlenmesi,

e  Temizlenmis metnin, token adi verilen kelime gruplarina ayrilmast,

o Elde edilen bu kelime gruplarinin Dogal Dil Arag¢ Seti (Natural Language
ToolKit - NLTK) ile koklerinin belirlenmesi,

e Belirlenen kelime koklerinin uzunluklarinin hesaplanmasi, 3 ve daha az
harf iceren kelimelerin veri setinden ¢ikartilmast,

e Geriye kalan kelime listesinden “Durak Kelimeler” (stopwords)
dedigimiz, ciimle i¢inde kullanilan, tek basina bir anlam ifade etmeyen
edat, baglag vs. nin ¢ikartilmast,

e Kelime listesindeki kelimelerin terim frekanslariin hesaplanmasi ve
terim frekans1 belirli araliklarda olan kelimelerden “Kelimeler
Cantasinin” (BagOfWords - BoW) olusturulmast,

e Olusturulan BagOfWords kullanilarak vektér uzaymin olusturulmasi,

seklinde siralanmaktadir.

4.3. Oz Nitelik Cikarmm

Oznitelik ¢ikarimi, miisteri taleplerini en iyi sekilde temsil eden vektor
uzaymin belirlenmesi ve her bir miisteri talebini temsil edecek vektoriin
olusturulmasi i¢in miisteri talep verileri igerisinden c¢esitli teknikler kullanilarak
anahtar kelimelerin belirlenmesi siirecidir. Bu tez ¢aligmasinda literatiirde yaygin
olarak kullanilan 3 06znitelik ¢ikarim modelinden 2 tanesi iizerine yogunlasarak

sonuglar karsilastirilmigtir.

4.3.1. Bag of Words (Bow) Modeli

Kelimeler Cantas1 (BoW), metin madenciligi uygulamalarinda yaygin olarak
kullanilan 6znitelik ¢ikarim yodntemlerinden biridir. BoW modelindeki kelimeler
vektor uzay modelini olusturmakta ve her bir miisteri talebini bir vektor olarak temsil

etmektedir.

Vektor uzay modeli, veri madenciligi ve metin madenciligi gibi bilgi
cikarimlarinda kullanilan matematiksel bir modeldir. On islem asamalarindan
gecirilerek temizlenen terimlerden olusan kelimeler ¢antasindaki her bir terim vektor
uzayinda bir eksene karsilik gelmektedir. Vektdr uzay modeli sayesinde yapisal

olmayan bu veri seti bir vektdr haline dontiserek yapisal hale getirilmistir. Her bir
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miisteri talebi vektor uzay modelinde bir vektore karsilik gelmektedir. 3 farkli

sekilde vektor olusturulmaktadir (ilhan 2008).
4.3.1.1. Bitsel Tamimlama

On islemden gecirilen yapisal olmayan veri seti kullanilarak bir kelime
cantast olusturulur. Bu yoOnteme gore vektoriin olusturulmasi, kelimeler ¢antasi
icerisindeki terimlerin ciimle icerisinde olup olmadigina gore sekillenmektedir (ilhan

2008).

Omek: kelime cantasi="miisteri, ¢ek, iade, cikti, sorun, fatura, al, form,

siparis, teslimat, blokaj" seklinde tanimlandiginda;
Talep 1: “Miisteri ¢ek iadesinde sorun ¢ikt1. Cek alimi sorunlu”
Vektor 1:1,1,1,1,1,0,1,0,0,0,0
Talep 2: “Fatura aldigimiz miisteriye ¢ek iade formu”
Vektor 2: 0, 1,1,0,0,1,1,1,0,0,0
Talep 3: “Siparis teslimat blokaj sorunu”
Vektor 3: 0,0,0,0,1,0,0,0,1,1, 1

gibi talep igerisinde kag¢ defa gectigine bakilmaksizin sadece var yada yok sekilde 1

ve 0’lardan olusan vektorler olarak tanimlanmaktadir.

4.3.1.2. Frekansa Gore Tanimlama

Olusturulan kelime cantasindaki her bir terimin talep igerisindeki kullanim
sikliginin hesaplanmasina terim frekansi denir (Karadag, Tak¢1 2010, ilhan 2008).

NLTK ile temizlenmis 6rnek uygulama:

Ornek: kelime cantas1 = “miisteri, cek, iade, ¢ikti, sorun, fatura, al, form,

siparis, teslimat, blokaj” seklinde olsun;
Talep 1: “Miisteri ¢ek iadesinde sorun ¢ikti. Cek alimi sorunlu”
Vektor 1: 1,2,1,1,2,0,1,0,0,0,0

Talep 2: “Fatura aldigimiz miisteriye ¢ek iade formu”
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Vektor 2: 0, 1,1,0,0, 1, 1, 1,0,0,0
Talep 3: “Siparis teslimat blokaj sorunu”
Vektor 3: 0,0,0,0,1,0,0,0,1,1, 1
4.3.1.3. TF_IDF Agirhiklandirma Yontemine gore Tanimlama

Terim Frekans: (Term Frequency - TF), bir terimin talep igerisindeki
kullanim sikligin1 belirler. Ters Dokuman Frekansi (Inverse Document Frequency -
IDF) ise bir terimin kag¢ farkli talep igerisinde gectigini belirler. Bu belirleme
yonteminde orta degerler goz oniine alinmalidir. Talepler igerisinde en ¢ok kullanilan

terim veya ¢ok seyrek kullanilan terim o talepler igin ayirt edici olmayabilir.

Bu nedenle ortalama bir terim arag belirlenerek vektor yapisi
olusturulmalidir. Terim agirhg bu iki frekansin  ¢arpimi  sonucunda

hesaplanmaktadir.
Wi=TFi * IDFi
IDF=log(D/dfi)
dfi=terimin kac farkli talepte gectiginin sayist,
D= toplam talep sayis1

dfi degeri IDF ile ters orantilidir, dfi degeri arttikca IDF degeri azalacaktir.
Yani IDF degeri “0” a yaklasacaktir. “0” a esit olmasi o terimin tiim dokiimanlarda

gecmis oldugunu ifade etmektedir.

4.3.2. Word2Vec Modeli

Metin madenciligi uygulamalarinda kelimeleri temsil etmek i¢cin BoW modeli
siklikla kullanilmaktadir. Bu modele gore vektdr uzayr olusturulurken kelimelere
bagimsiz degerler verilerek, kelimelerin birbirleriyle olan anlamsal baglantilar1 g6z
ard1 edilmektedir. BoW modelinde her kelimenin vektdr uzayidaki karsiligi sayisal
bir deger olmaktadir. Kelime sayisinin artmasiyla vektor uzay boyutu oldukea biiyiik
ve ¢ogu elemant sifirdan olusan bir seyrek (sparse) vektor olusturmaktadir. Bu

gosterim sekli siniflama performansinda kotii sonuglar verebilmektedir.
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Bu soruna ¢oziim olarak Mikolov ve arkadaslar1 kelimelerin anlamsal
iligkilerini dikkate alan gomiilii bir vektér modeli olan Word2Vec modelini
gelistirmiglerdir (Mikolov vd. 2013,Tezgider vd. 2018). Word2Vec girdi olarak
metin icerisindeki kelimeleri alarak n boyutlu bir vektdr uzayr olusturmaktadir
(Ayata vd. 2017). Word2Vec tek gizli katmana sahip yapay sinir ag yapisini kullanan
denetimsiz bir vektor gosterim sekline sahip olup, geri yayilim modeliyle siirekli

kendini yenileyebilmektedir (Mikolov vd. 2013, Yildirim, Yildiz 2018).

Input:
one document
——— Model: most_similar(‘france’):
'.‘.2_':':":.3;"..':. spain 0.678515
s gt belgium 0.665923
e v, 4 word netherlands 0.652428
e vectors italy 0.633130

& netherlands R
ighest cosine
spain france 9

distance values

in vector space

of the nearest
wiords

italy

belgium

vector space

Sekil 4.1. word2Vec 6rnek calisma akisi

Word2Vec modelinde, n boyutlu bir vektor uzayinda her kelimeyi bir vektor
temsil etmektedir. Model, vektdrler arasindaki uzaklifi hesaplayarak kelimelerin
birbirine olan benzerliklerini tespit etmeye calismaktadir (Coban, Karabey
2017;Yuan vd. 2014 ). Sekil 4.2.’yi detaylandiracak olursak, vec (erkek) — vec (kral)
+ vec (kadin) = vec (kralice) gibi kelimelerin anlamsal iligkilerini tespit ederek

kelimeler uretebilmektedir.

19



Spain \
Italy \Madrid

Germany —_— Rome

walked Berlin
. Turkey \
k4 Ankara
O swam Russia ~—w8
(] _— Ottawanoscw
walking . Canada

Japan —— e

Vietnam o Hanoi

China - Beijing
Male-Female Verb tense Country-Capital

Sekil 4.2. Word2Vec vektor uzayi

Word2Vec, Siirekli Kelime Torbasi (Continous Bag of Words - CBoW) ve
Skip-Gram olmak iizere iki ana dgrenme modelini kullanmaktadir. Sekil 4.3.’te bu

iki 6grenme modelinin yapis1 verilmistir.

INPUT PROJECTION ouTPUT INPUT PROJECTION OuUTPUT

wit-2) wit-2)
wit-1) wit-1)
\sum /
o wit) wit) R
w(t+1) / X wit+1)
w(t+2) wit+2)
CBOW Skip-gram

Sekil 4.3. Word2Vec Model Yapisi (Mikolov vd. 2013)
4.3.2.1. CBoW Ogrenme Modeli

CBoW 0Ogrenme modelinde, metin igerisindeki kelimelerin sirast modeli
etkilemedigi i¢in kelimeler torbasi olarak adlandirilmaktadir. Vektor uzay modelinde
her bir kelime bir vektor tarafindan temsil edilmektedir. CBoW modelinde hedef

kelimenin komsu kelimelerine (sagindaki ve solundaki kelimeler) bakilmakta ve
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hedef kelime, komsu kelimelerden tahmin edilmektedir (Karasoy, Ball1 2017; Sahin
2017). Sekil 4.3’te CBoW mimarisi gosterilmektedir.

4.3.2.2. SKip-Gram Ogrenme Modeli

Skip-Gram modeli, CBoW modelinin aksine hedef kelimeye bakilarak
(saginda ve solundaki kelimeler) komsu kelimeler tahmin edilmektedir (Karasoy,
Ball1 2017; Sahin 2017). Skip-Gram mimarisi Sekil 4.3’te gosterilmektedir. CBoW
modelinin aksine skip-gram modelinde metin igerisindeki kelimelerin siralamasindan
etkilenmektedir ve es anlamli kelimelerin 6grenilmesi CBoW modeline gore daha
tyidir. Sekil 4.4’te goriildiigii iizere hedef kelime input siitunundaki kelime olarak

belirtilmis ve tahmin edilen komsu kelimeler ise output siitununda gosterilmektedir.

SKIP GRAMS WORD2VEC WITH WINDDW_SIZE=1 ~ Training Samples

1) |b1'r Il.randan |da hig konusmak istemiyor bir yandan
2) |b1'r I'.randan |da |hi|; konusmak istemiyor yandan hbir
yandan da
3) hir Iv.randarl |da |h|'|; Iknnu;mak istemiyar da yandan
da hig
4) bir yandan |da |h|'|; Iknnu;mak |i5temi1,r|:|r hig da
hig konusmak
5) bir yandan da |h|'|; Ikunusmak ||'iemi1.r|:rr | konusmak hig

konusmak istemiyor

&) hir yandan da hig Iknnu;mak ||':1em|'1.rur | istemiyor  konusmak

Sekil 4.4. Skip-Gram caligsma yapis1 (Biiyiikkinaci, 2018)

Sonu¢ olarak kiiciik veri setlerinden CBoW o6grenme modeli daha iyi
calisgirken, biliylik veri setlerinde Skip-Gram 0grenme modeli daha iyi

calismaktadir.(Biiyilikkinac1,2018)

4.3.3. Doc2Vec Modeli

Word2Vec modelinde her kelime i¢in bir vektér olusturulurken, belgenin
tamamint temsil etmek icin vektorlerin ortalamasi, birlestirilmesi yada kelime

kiimelerinin  histogramlar1 kullanilmaktadir. Bu durumda kelimelerin belge
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icerisindeki konumlar1 géz ardi edilmektedir. Bunun sonucunda her bir belgeye bir
numara verilerek Doc2Vec modeliyle vektorler olusturulabilir. Doc2Vec,
Word2Vec’ten esinlenerek ortaya ¢ikmistir. Doc2Vec modelinde amag, n boyutlu bir
vektor uzayinda her belgeyi bir vektoriin temsil etmesi ve vektorler arasindaki
uzaklik hesaplanarak belgelerin birbiriyle olan anlamsal benzerliklerini tespit
edebilmektir (Coban, Karabey 2017;Yuan vd. 2014). Doc2Vec, Dagitik Kelimeler
Torbas1 (Distributed Bag Of Words - DBoW) ve Dagitik Hafiza (Distributed
Memory - DM) olmak iizere iki ana O0grenme modelini kullanmaktadir (Coban,

Karabey 2017).

4.3.3.1. DBoW Ogrenme Modeli

DBow 6grenme modeli, Word2Vec yonteminin Skip-Gram modeli ile ayni
mantikta ¢aligmaktadir. Fakat ona gore daha basit ve daha hizli islev gormektedir.
DBoW modeli, paragraftaki kelimelerden yola ¢ikarak kelimelerin olasilik dagilimini
tahmin edebilmektedir (Kimothi vd. 2016; Stiebellehner vd. 2017). Sekil 4.5.’te

DBoW mimarisi gosterilmektedir.

Classifier | the|] | cat| |sat] |on |

Paragraph Matrix --------- >

Paragraph
id

Sekil 4.5. DBoW mimarisi
4.3.3.2. DM Ogrenme Modeli

DM 6grenme modeli, Word2Vec yonteminin CBoW modeli ile aynt mantikta
calismaktadir.  Sekil 4.6’da goriildiigli iizere hedef kelimenin tahmini, Onceki

kelimelerin vektorii ve paragraf vektori ile saglanmaktadir. Sekil 4.6’daki gibi her
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paragraf i¢in bir “id” tanimlanmaktadir. DM modelinde kelimelerin siras1 6nemlidir

(Yildirim, Yildiz 2018).

Classifier an
Average/Concatenate 0TI
1111 IIII('IIIIIIII‘II\IIII

t t t
Paragraph Matrix----- - W W W

| | |

Paragraph the cat sat
id

Sekil 4.6. DM mimarisi

4.4. Simiflandirma Yontemleri
4.4.1. Destek Vektor Makinalari

Destek Vektor Makinalart (DVM), smiflandirma, kiimeleme, tahminde
bulunma gibi problemlerin ¢dziimiinde kullanilan, istatistiksel 6grenme teorisine
dayali bir siiflandirma algoritmasidir (Kavzoglu, Célkesen 2010; Comak 2004). iki
ve daha fazla siniflandirma isteyen problemlerin ¢6ziimiinde kullanilir. DVM,
kullandig1 kernel fonksiyonlar sayesinde dogrusal olmayan verileri siniflandirmak
icin vektor uzaymi daha yiiksek boyutlu bir uzaya tasiyarak, dogrusal olamayan
verilerin siniflandirilmasinda basariyla kullanilmistir (Arslan vd. 2015). DVM’de
amag, siniflar1 birbirinden ayiran en 1yi hiper-diizlemin tanimlanmasini saglamaktir
(Vapnik 2013). Smflar1 birbirinden ayirmak i¢in Sekil 4.7.’deki gibi birden fazla
hiper diizlem belirlenir ve bu hiper diizlemler arasinda en uygun ayrimi yapan hiper
diizlem, optimum hiper diizlem olarak kabul edilmektedir (Kavzoglu, Colkesen
2010). Optimum hiper diizlemde amac¢ iki smir arasindaki uzakli§i maksimum
yapmaktir. Sekil 4.8.’deki gibi sinir noktalarindaki noktalar, destek vektorleri olarak

adlandirilmaktadir. N elemandan olusan verinin hiper diizlemi belirlenirken;

i=1,2,3,...,N olsun,
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Xi= ozellik vektorii
Yi€ {-1, 1} simf degerleri

W . X; + b =+ 1 olarak ifade edilir (Kavzoglu, Colkesen 2010).

Sekil 4.7. Hiper Diizlemlerin belirlenmesi

Destek Vektérleri

Sekil 4.8. Optimum hiper diizlemde destek vektorleri

Yapisal olmayan veri yiginlarini siniflandirmada DVM’in optimum hiper

diizlemi olusturmasi bu kadar kolay olamamaktadir. Bu tip veri tiirlerini ayirmada
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Sekil 4.8’deki gibi girdi uzayindan 6zellik uzayma taginir ve kernel fonksiyonu ile

veri yiiksek bir boyuta doniistiiriiliir (Kavzoglu, Colkesen 2010). Kernel fonksiyonu:
K(x1,x))=®(x1). (X))

seklinde ifade edilir. En ¢ok kullanilan kernel fonksiyonlar1 Gauss, Polynomial ve

Sigmoid fonksiyonlaridir.

4.4.2. Naive Bayes Algoritmasi

Naive Bayes algoritmasi, olasilik tabanli olup istatistige dayali bir
siniflandirma algoritmasidir. Mevcut veri seti kullanilarak 6nce model egitilir daha
sonra gelen yeni verinin hangi sinifa ait oldugu konusunda olasiliklar1 hesaplar (Ur-
Rahman, Harding 2012; Ozyurt, Kése 2010). Girdiyi, olasiliksal olarak en yiiksek
cikan sinifa dahil eder. Naive Bayes algoritmasi, iyi performansi, basit yapisi ve
eksik veriye olan duyarsizligindan dolayr yaygin olarak kullanilan bir siniflandirma

yontemidir. Bu algoritmada;
P(A/B)=(P(B/A)*P(A))/P(B)
P ( A)) = A olaymin bagimsiz olasiligi,
P ( B ) = B olayinin bagimsiz olasiligi,
P ( A/B) =B olay1 bilindiginde A olayinin olasilig1,
P (B/A)= A olay1r oldugu bilindiginde B olaymin olasiligi,

P ( A/ B ) olasiigim en yiiksek yapan durumlar hesaplanarak yeni gelen
verinin sinifi tahmin edilir (Calis vd. 2013).

4.4.3. Cok Katmanh Yapay Sinir Aglar:

Yapay sinir aglar1 insan beyninden esinlenerek ortaya ¢ikmis olup, farklh
islemleri gergeklestiren birka¢ ndronun paralel olarak dagitildigi yapilardir. Yapay
sinir aglarindaki nodronlar problemin ¢6zlimiine yardimci olacak islemleri
icermektedir ve bu ndronlarin sayis1 ¢dziimlenmesi istenen problemlere gore
degisiklikler gostermektedir (Cuhadar, Kayacan 2005). Yapay sinir aglari ge¢cmis
bilgileri inceleyip 6grenme yoluyla gelecek bilgiler iizerine tahminde bulunma,

birbiriyle iliskilendirme, kesfetme gibi insan beyninin yapabilecekleri islemleri
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yardim almadan yapabilmesi i¢in gelistirilmistir (Ugur, Kinact 2006). Miihendislik
Problemlerinin %95’inin ¢odziimiine destek olan ¢ok katmanli yapay sinir aglar
glinlimiizde en yaygin kullanilan yapay sinir ag1 modelidir. Cok katmanl yapay sinir
aglari, XOR problemlerinin ¢oziimlemeleri sonucunda ortaya c¢ikmustir (Oztemel

2003). Yapay sinir aglar1 3 temel katmandan olugsmaktadir:

e Girdi Katman: Dis ortamdan veri girisini saglar.

o Ara Katman: Girdi katmanindan gelen verileri isleyerek ¢ikti katmanina
gonderir. Di1s ortamla bir baglantis1 yoktur ve bu katman gizli katman
olarak da adlandirilir. Bir problemin ¢oziimiinde birden fazla ara katman
kullanilabilmektedir. Ara katman sayisi, agin performansini etkiledigi
i¢in 6nemlidir (Benli 2002).

e Cikt1 Katmanmi: Ara katmandan gelen bilgileri isleyerek sonuglari dis

ortama aktarir.

Girig Katmani Ara Katman Cikis Katmani

Sekil 4.9. Cok katmanli yapay sinir ag modeli

Bu katmanlardaki sinir aglarinin sayis1 probleme bakilarak belirlenir, fakat
ara katman sayis1 deneme yanilma yoluyla da belirlenebilir. Agin performansi, ara

katman sayisina baglidir. Performansi 6l¢gmek i¢in dnce belirli bir miktar veri seti ile
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egitilir ve daha sonra hi¢ sisteme sunulmamis bir veride alinan sonug incelenir. Eger

verilen sonug dogru ise performans iyi olarak nitelendirilir (Oztemel 2003).
Cok katmanl1 yapay sinir aglari

e Siiflandirma,

e Tahminde bulunma,
e Yorumlama,

e Teshis etme,

e  Veri filtreleme,

e  Veri iliskilendirme,

gibi miihendislik problemlerinde daha fazla kullanilmakta ve basarili sonuglar

vermektedir.

4.5. Degerlendirme Kriterleri

Siniflandirma yontemlerine sunulan egitim verisi kullanilarak problemin
¢Oziimiine yonelik model olusturulmaktadir. Modele uygulanan test verisi sonucunda
elde edilen ¢iktilar, degerlendirme kriterleri kullanilarak incelenir ve modelin

dogruluk diizeyi belirlenir.

4.5.1. Dogruluk — Hata Oram

Segilen smiflandirma yonteminin  ve modelin dogruluk derecesinin
belirlenmesinde kullanilan en yaygin yontemdir. Modelin dogruluk orani, dogru
siiflandirilmig 6rnek sayisinin toplam ornek sayisina orami sonucunda belirlenir.
Hata orani ise “l - dogruluk oran1” seklindedir. Yani yanlis siniflandirilmis 6rnek

sayisinin toplam 6rnek sayisina oranidir.

Dozruluk (A) — TP + TN
ogruluk (A) = 75 TP Y FN £ TN

TP + FN
Hata Orani =

" TP+ FP+FN+TN
TP : Dogru Pozitif

TN: Dogru Negatif

27



FP: Yanlis Pozitif
FN: Yanlis Negatif

4.5.2. Keskinlik

Keskinlik, siniflandirma tahmininin dogru pozitif olan 6rnek sayisinin, pozitif

olan tiim ornek sayisina oraniyla belirlenmektedir.

Keskinlik (P) = TP—-l-FP

TP: Dogru Pozitif
FP: Yanlis Pozitif

4.5.3. Duyarhhk

Duyarlilik, siniflandirma tahmininin dogru pozitif 6rnek sayisinin toplam

pozitif 6rnek sayisina oraniyla belirlenmektedir.

TP
TP + FN

Duyarhlik (R) =
TP: Dogru Pozitif
FN: Yanlis Negatif
4.5.4. F — Olgiisii

Keskinlik ve dogruluk ayr1 ayr1 degerlendirildiginde modelin dogrulugu
tizerine yeterli bir sonug¢ ¢ikarilamamaktadir. Bundan dolayr keskinlik ve duyarlilik
Olclitlerinin  birbiriyle islenmesi sonucu elde edilen F-olgiitii ile modelin

degerlendirilmesi daha dogru sonug verebilmektedir.

2*P xR

F — Metric = ———
etric P+R

P: Keskinlik

R: Duyarlilik
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4.6. Cross Validation (Capraz Dogrulama)

Cross Validation yontemi ilk kez 1948 yilinda Kurtz tarafindan onerilmis
(Kurtz 1948) ve 1982 yilinda Krus ve Fuller tarafindan gelistirilereck multicross
validation haline getirilmistir (Krus 1982). Cross Validation, modelin egitilmesi i¢in
kullanilan veri setinin rastgele pargalara ayrilmasi ile uygulanan bir yontemdir.
Oncelikle egitim icin ayrilan veri seti kullanilarak model egitilir, test verisi
kullanilarak da modelin dogrulugu test edilir. Genel olarak veri setinin %Z20-
%33’lik kismi test verisi olarak kullanilirken kalan1 modelin egitimi icin
kullanilmaktadir. Fakat kullanilan bu klasik yontem verilerin dagilimina bagl olarak

bazi sapma ve hatalar olusturabilmektedir.

Cross Validation veri setini k pargaya boéler, her bir pargay1 bir kez test verisi
olarak kullanir ve geriye kalan k-1"lik veri parcastyla da model egitilir. Sekil 4.10.’da
gosterildigi gibi bu igslem k kez tekrarlanir (Temel vd. 2012). Bu sayede verinin
tamami1 hem test hem de egitim verisi olarak kullanilir. Bu yéntemin dogruluk
degeri, modelin test sonucu vermis oldugu dogruluk degerlerinin ortalamasi olarak

kabul edilmektedir (Refaeilzadeh vd. 2009;Hastie vd. 2009).

1 | ... n-1 n
Egitim Seti Test Seti
| N n-1 n
Egitim Seti Test Seti | E.S
1 - n-1 n
Test Seti Egitim Seti

Sekil 4.10. Cross Validation (Temel vd. 2012)
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BOLUM 5

UYGULAMA

Gliniimiiz firmalar1 birbirleriyle iletisim halinde olarak, mevcut sorun ve
diizenlemeler icin c¢ogu kez damismanlik destegi almaktadirlar. Bu durum
danmismanlik hizmeti sunan firma sayisini arttirmakta ve bu danigsmanlik hizmeti
kullanim oranint artirmaktadir. Danigsmanlik hizmeti sunan firmalarin mevcut
miisterileriyle iletisimde olmalari, onlarin talep ve ihtiyaglarinin tespiti ve
toplanmasi, yardim masasi gibi uygulamalar {izerinden saglanmaktadir. Miisteri
devamliligint ve memnuniyetini saglama agisindan, toplanan miisteri talep ve
ihtiyaclarin ilgili birime yoOnlendirimi ve c¢oziimleme stireleri 6nemli rol

oynamaktadir.

Bu tez calismasinda, Tiirkiye’ nin en biiylik SAP ¢6ziim ortaklarindan biri olan
Detay Danigmanlik firmasimin mevcut miisterilerinin taleplerine daha hizli ve dogru
sonuclar aldirmay1 hedefleyen problem temelinde alinan taleplerin organizasyonel is

akislarina uygun olarak siniflandirilmasi hedeflenmistir.

5.1. Taleplerin Toplanmasi

Miisteri talepleri Tiirkiye merkezli yerel bir firmanin mevcut misterileri igin
hazirlamis oldugu bir yardim masasi uygulamasi araciliiyla toplanmaktadir. Tlgili
kurulus, miisteri odakli bir firma olmasindan dolayr miisteri iliskilerini sik1 tutmay1
amaglamakta ve gelen talepleri anlik olarak degerlendirerek geri doniisler yapmay1
hedeflemektedir. Fakat kullanilan yardim masasi uygulamasinda miisteri olusturdugu

talebin hangi birime aktarilmasi gerektigini kendisi belirlemek zorundadir.

Bu caligmada onerilen yontem, miisterilerin bulunduklar talebin aktarilacagi
birimi kendileri segmek yerine sistemin igerikten yola ¢ikarak ilgili birimi tahmin
etmesini ve yonlendirmesini hedeflemektedir. Firma biinyesinde miisterilerin
kullanimina sunulan yardim masast uygulamasina ait ekran gorselleri Sekil 5.1. ve

5.2.de sunulmustur.
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<{ edetﬂgsoﬂ Yardim Masasi Hosgeldiniz deneme deneme  (h

‘/777\‘ 0 o
) » (83) »
Mesal Detayian \ O/ Agikiama Dosyalar

Talep Bilgileri

Proje Seciniz ~ Referans No
Mesaj Tipi Seciniz ~ cc

Oncelik Seciniz ~

Kategori Seciniz ~

Tanim En fazla 120 karakter girilebilir

GONDER

Sekil 5.1. Detaysoft miisteri talep olugturma ekrani

edetqusoﬂ Yardim Masasi Hosgeldiniz deneme deneme  (H)
Meni Mgl Musteri ve Kullanici Bilgileri
Servis Yonetimi Musteri Adi - DETAY DANISMANLIK A S

Destek Proje Yoneticisi : YAHYA TURAN / YAHYA TURAN@DETAYSOFT.COM/ 05335994472
Yeni Mesaj
Satis Temsilcisi : ABDULLAH CAN NALBANTOGLU / CAN.NALBANTOGLU@DETAYSOFT.COM / 05307827729

Mesaj Degistir

MESaJ Numaras| Durum Oneelik Kﬁ[egoﬂ MESBJ T\pl Tamim ‘Yaratma Tarini Bildiren ‘5‘5
Rapor TKO000168324 Yeni Orta Servis Talebi deneme bir ki 17.12.2018 ESRA AKAR den
TKODOO168222  Test orta Clor ool nasilsin 17122018 ESRA AKAR den
Kullanim Kilavuzu TKOO00168217 Misteri Aksiyonu ~ Orla Problem Talebi  merhaba 17.12.2018 deneme deneme ESt

Sekil 5.2. Detaysoft miisteri taleplerinin listesi
5.2. On Islem Asamalar

Miisteri talepleri dogal dil ile yazildig: icin belirli bir yapiya sahip degildir ve
bu nedenle bu talepler 6n islem teknikleri uygulanilarak yapisal hale getirilmesi

gerekmektedir. Sirasiyla uygulanan 6n iglem asamalari:

e Simge ve noktalama isaretlerinin temizlenmesi,

e  Metnin tamaminin kii¢lik harfe ¢evrilmesi,

e Metnin kelimelerine (token) ayrilmasi,

e Her bir kelimenin NLTK kiitliphanesinden gegirilerek koklerinin
bulunmasi,

e FEldeki kdok kelimelerden edat, baglag gibi durak kelimelerin ¢ikarilmasi,
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e Terim frekanslariin hesaplanmasi ve terim frekansi 2’den uzun olan
kelimeler ve frekans orani 15 ile 400 arasinda olan kelimelerin vektor
uzay1 ve kelimeler ¢antasinin olusturulmasi.

e Her bir talebin vektdor uzayindaki vektorel yapisinin olusturulmasi,

seklinde gerceklestirilmistir.
5.3. Talep Verilerinin Modele Gore Siniflandirilmasi

Toplanan talep verileri daha onceden ilgili boliimler tarafindan basariyla
¢oziimlenmis talepleri icermektedir. 886 adet talep verisinin bir kismiyla
siniflandirma modeli egitilmekte, kalan kismiyla da modelin dogruluk oranin tespit
edilmektedir. Mevcut veri setinin egitim ve test verisi seklinde ayristirilmasinda,
“Veri setinin egitim-test olarak ayrilmasi” ve “k-kat ¢apraz dogrulama” olarak 2

yontem kullanilmistir.

5.3.1. Veri Setinin Egitim-Test Olarak Ayrilmas1 Yontemi

Veri setini, egitim ve test seti olarak 2 pargaya ayirma islemi siniflandirma
problemlerinde yaygin olarak kullanilan bir yontemdir. Veri setinin %67’si egitim
verisi, %33’ de test verisi olarak ayristinnlmistir. Egitim seti kullanilarak
siiflandirma algoritmasi egitilmis ve bir model olusturulmustur. Daha 6nce sistemin
gormedigi test verileri modele sunularak modelin smiflandirma performansi
gozlemlenmistir. Ancak gerceklestirilen test sonucglarinin dogrulugu, modele sunulan

verilerin problemi homojen olarak temsil etme oranina baghdir.

5.3.1.1. BoW Oznitelik Cikarim Yéntemiyle Simiflandirma

BoW 0znitelik ¢ikarim yontemiyle elde edilen vektorler MLP, SVM ve NB
siiflandirma yontemlerine uygulanmigtir. Talep verilerinin %67’lik dilimi ile model
egitilmis, veri setinin %33’liikk dilimiyle olusturulan model test edilmistir. Sonuglar

asagidaki tablolarda sunulmustur.
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Tablo 5.1. SVM Karmasiklik Matrisi

SVM | SAPFI | SAPHR | SAPLO
SAPFI 103 0 0
SAPHR | 89 0 0
SAPLO 0 0 101

Tablo 5.1°de, SVM smiflandirma algoritmasi kullanilarak egitilen modele,
test verilerinin uygulanmasi sonucunda elde edilen karmagiklik matrisi sunulmustur.
Sonuglar analiz edildiginde, gercekte SAPHR sinifi ile etiketlenmis 89 adet miisteri
talebi, SAPFI sinifinda gosterilmistir.

Toplamda 89 adet miisteri talebi yanlis siniflandirilmistir. Bu durumun
modelin SAPHR etiketine sahip veriler i¢in 6nemli bir performans sorunu oldugunu

gostermektedir.

Tablo 5.2. NB Karmagsiklik Matrisi

NB SAPFI | SAPHR | SAPLO
SAPFI 93 7 3
SAPHR 8 78 3
SAPLO 1 13 87

Tablo 5.2°de, NB siniflandirma algoritmasi kullanilarak egitilen modele, test
verilerinin uygulanmasi sonucunda elde edilen karmasiklik matrisi sunulmustur.
Sonuglar analiz edildiginde, ger¢ekte SAPFI sinifi ile etiketlenmis 10 miisteri talebi,
gercekte SAPHR sinifi ile etiketlenmis 11 miisteri talebi ve ger¢ekte SAPLO sinifi

ile etiketlenmis 14 miisteri talebi birbirlerinden etkilenerek yanlis siniflarda

gosterilmistir.

Toplamda 35 adet miisteri talebi NB algoritmasi kullanilarak olusturulan

modelde dogru siniflandirilamamaistir.
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Tablo 5.3. MLP Karmasiklik Matrisi

MLP SAPFI | SAPHR | SAPLO
SAPFI 98 3 2
SAPHR 7 74 8
SAPLO 0 14 87

Tablo 5.3’te, MLP smiflandirma algoritmasi kullanilarak egitilen modele, test
verilerinin uygulanmasi sonucunda elde edilen karmasiklik matrisi sunulmustur.
Sonuglar analiz edildiginde, gergekte SAPFI sinifi ile etiketlenmis 5 miisteri talebi,
gercekte SAPHR sinifi ile etiketlenmis 15 miisteri talebi ve gergcekte SAPLO sinifi

ile etiketlenmis 14 miisteri talebi yanlis sinifa dahil edilmistir.

Toplamda 34 adet miisteri talebi MLP algoritmasi kullanilarak olusturulan

modelde dogru siniflandirilamamastir.

Tablo 5.4. BoW Modelinde Siniflandirma Y 6ntemlerinin Metrik Degerleri

Siniflandirma .
A P R F-Metric Hata
Yontemi
SVM 0.696 0.533 0.696 0.590 0.303
NB 0.880 0.884 0.880 0.881 0.119
MLP 0.883 0.884 0.883 0.883 0.116

Tablo 5.4’te veri setinin egitim ve test olarak ayristirilarak BoW 06znitelik
¢ikarma yontemi ile yapilan tiim smiflandirma calismalarina ait metrik degerleri

sunulmustur.

BoW Oznitelik c¢ikarma yontemi kullanilarak olusturulan modellerin
siiflandirma calismalarinda en iyi sonucu, %88.3 dogruluk, %88.4 keskinlik, %88.3
duyarlilik, %88.3 F-0l¢iitli ve %11.6 hata oranityla MLP siniflandirma algoritmasinin

verdigi gozlemlenmistir.
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5.3.1.2. Doc2Vec-DBoW Oznitelik Cikarma Yéntemiyle Siniflandirma

Doc2Vec 6znitelik ¢ikarma yonteminin DBoW 6grenme modeli kullanilarak
elde edilen vektorler MLP, SVM ve NB smiflandirma yontemlerine uygulanmistir.
Talep verilerinin %67°1lik dilimi ile model egitilmis, veri setinin %33’liik dilimiyle

olusturulan model test edilmistir. Sonuclar asagidaki tablolarda sunulmustur.

Tablo 5.5. SVM Karmasiklik Matrisi

SVM | SAPFI | SAPHR | SAPLO
SAPFI 66 0 1
SAPHR | 72 6 0
SAPLO | 42 0 35

Tablo 5.5’te, SVM siniflandirma algoritmasi kullanilarak egitilen modele, test
verilerinin uygulanmasi sonucunda elde edilen karmasiklik matrisi sunulmustur.
Sonuglar analiz edildiginde, gergekte SAPFI sinifi ile etiketlenmis 1 miisteri talebi,
gercekte SAPHR sinifi ile etiketlenmis 72 miisteri talebi ve gergcekte SAPLO sinifi

ile etiketlenmis 42 miisteri talebi yanlis sinifa dahil edilmistir.

Toplamda 115 adet miisteri talebi SVM algoritmasi kullanilarak olusturulan

modelde dogru siniflandirilamamastir.

Tablo 5.6. NB Karmasiklik Matrisi

NB SAPFI | SAPHR | SAPLO
SAPFI 41 11 15
SAPHR | 11 60 7
SAPLO 8 2 67

Tablo 5.6’da, NB smiflandirma algoritmasi kullanilarak egitilen modele, test
verilerinin uygulanmasi sonucunda elde edilen karmagiklik matrisi sunulmustur.

Sonuglar analiz edildiginde, ger¢ekte SAPFI sinifi ile etiketlenmis 26 miisteri talebi,
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gercekte SAPHR sinifi ile etiketlenmis 18 miisteri talebi ve gergcekte SAPLO sinifi

ile etiketlenmis 10 miisteri talebi yanlis sinifa dahil edilmistir.

Toplamda 54 adet miisteri talebi NB algoritmasi kullanilarak olusturulan

modelde dogru siniflandirilamamustir.

Tablo 5.7. MLP Karmasiklik Matrisi

MLP | SAPFI | SAPHR | SAPLO
SAPFI o1 7 9
SAPHR | 12 60 6
SAPLO 6 4 67

Tablo 5.7°de, MLP siniflandirma algoritmasi kullanilarak egitilen modele,
test verilerinin uygulanmasi sonucunda elde edilen karmagiklik matrisi sunulmustur.
Sonuglar analiz edildiginde, ger¢ekte SAPFI sinifi ile etiketlenmis 16 miisteri talebi,
gercekte SAPHR sinifi ile etiketlenmis 18 miisteri talebi ve gergcekte SAPLO sinifi

ile etiketlenmis 10 miisteri talebi yanlis sinifa dahil edilmistir.

Toplamda 44 adet miisteri talebi MLP algoritmasi kullanilarak olusturulan

modelde dogru siniflandirilamamastir.

Tablo 5.8. DBoW Modelinde Siniflandirma Yo6ntemlerinin Metrik Degerleri

Siniflandirma ]
A P R F-Metric Hata
Yontemi
SVM 0.481 0.799 0.481 0.426 0.518
NB 0.756 0.756 0.756 0.754 0.243
MLP 0.801 0.803 0.801 0.801 0.198

Tablo 5.8’de veri setinin egitim ve test olarak ayristirilarak Doc2Vec
Oznitelik ¢ikarma yonteminin DBoW 6grenme teknigi ile yapilan tiim siniflandirma

calismalarinin metrik degerleri sunulmustur.

37



Doc2Vec 6znitelik ¢ikarma yonteminin DBoW 6grenme teknigi kullanilarak
olusturulan modelin smiflandirma g¢aligmalarinda en iyi sonucu, %80.1 dogruluk,
%80.3 keskinlik, %80.1 duyarlilik, %80.1 F-6lgiiti ve %19.8 hata oraniyla MLP

siniflandirma algoritmasinin verdigi gozlemlenmistir.

5.3.1.3. Doc2Vec-DM Oznitelik Cikarma Yontemiyle Siniflandirma

Doc2Vec 6znitelik ¢ikarma yonteminin 2. 6grenme modeli olan DM 6grenme
modeli kullanilarak elde edilen vektorler MLP, SVM ve NB smiflandirma
yontemlerine uygulanmistir. Talep verilerinin %67’lik dilimi ile model
egitilmis, veri setinin %33’lik dilimiyle olusturulan model test edilmistir.

Sonuglar asagidaki tablolarda sunulmustur.

Tablo 5.9. SVM Karmasiklik Matrisi

SVM | SAPFI | SAPHR | SAPLO
SAPFI 67 0 0
SAPHR | 76 2 0
SAPLO 77 0 0

Tablo 5.9°da, SVM siniflandirma algoritmas1 kullanilarak egitilen modele,
test verilerinin uygulanmasi sonucunda elde edilen karmasiklik matrisi sunulmustur.
Sonuglar analiz edildiginde, gercekte SAPHR sinifi ile etiketlenmis 76 miisteri talebi
ve gercekte SAPLO smifi ile etiketlenmis 77 miisteri talebi yanlis siifa dahil

edilmistir.

Toplamda 153 adet miisteri talebi SVM algoritmas1 kullanilarak olusturulan

modelde dogru siiflandirilamamastir.
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Tablo 5.10. NB Karmasiklik Matrisi

NB SAPFI | SAPHR | SAPLO
SAPFI 45 5 17
SAPHR | 32 36 10
SAPLO 33 3 41

Tablo 5.10°da, NB siniflandirma algoritmasi kullanilarak egitilen modele, test
verilerinin uygulanmasi sonucunda elde edilen karmasiklik matrisi sunulmustur.
Sonuglar analiz edildiginde, ger¢ekte SAPFI sinifi ile etiketlenmis 22 miisteri talebi,
gercekte SAPHR sinifi ile etiketlenmis 42 miisteri talebi ve gergcekte SAPLO sinifi

ile etiketlenmis 36 miisteri talebi yanlis sinifa dahil edilmistir.

Toplamda 100 adet miisteri talebi, NB algoritmasi1 kullanilarak olusturulan

modelde dogru siniflandirilamamastir.

Tablo 5.11. MLP Karmasiklik Matrisi

MLP | SAPFI | SAPHR | SAPLO
SAPFI 51 6 10
SAPHR | 24 46 8
SAPLO 24 8 45

Tablo 5.11°de, MLP smiflandirma algoritmas: kullanilarak egitilen modele,
test verilerinin uygulanmasi sonucunda elde edilen karmagiklik matrisi sunulmustur.
Sonuglar analiz edildiginde, ger¢ekte SAPFI sinifi ile etiketlenmis 16 miisteri talebi,
gercekte SAPHR sinifi ile etiketlenmis 32 miisteri talebi ve gergekte SAPLO sinifi

ile etiketlenmis 32 miisteri talebi yanlis sinifa dahil edilmistir.

Toplamda 80 adet miisteri talebi, MLP algoritmasi kullanilarak olusturulan

modelde dogru siniflandirilamamaistir.
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Tablo 5.12. DM Modelinde Siniflandirma Y 6ntemlerinin Metrik Degerleri

Simiflandirma .
A P R F-Metric Hata
Yontemi
SVM 0.310 0.443 0.310 0.158 0.689
NB 0.549 0.620 0.549 0.556 0.450
MLP 0.639 0.672 0.639 0.642 0.360

Tablo 5.12°de veri setinin egitim ve test olarak ayristirilarak Doc2Vec
Oznitelik ¢ikarma yonteminin DM 6grenme teknigi ile yapilan tiim siniflandirma

calismalarinin metrik degerleri sunulmustur.

Doc2Vec 0Oznitelik ¢ikarma yonteminin DM 6grenme teknigi kullanilarak
olusturulan modelin simiflandirma g¢alismalarinda en iyi sonucu, %63,9 dogruluk,
%67,2 keskinlik, %63,9 duyarhilik, %64,2 F-ol¢iitii ve %36 hata oraniyla MLP

siiflandirma algoritmasinin verdigi gézlemlenmistir.

5.3.2. 10-Kat Capraz Dogrulama Yontemi

Siniflandiricilarin performansi, genellikle tahmin hatasi ile belirlenir. Tahmin
hatasinin  diisitk olmasi, smiflandiricinin  performansinin  yiiksek  oldugunu
gostermektedir (Kirlioglu, Ceyhan 2014). Miisteri taleplerinin, modelin egitimi i¢in
hangi dilimini kullanilacagi ve problemi temsil edecek test verileri i¢in hangi
diliminin alinacagi homojen olarak belirlenememektedir. Secilen ilk dilim egitim ve
test verileri icin milkemmel sonug¢ veren bir model, egitim ve test verileri i¢in veri
setinin bagka bir dilimi aldiginda ayni1 sonucu vermedigi gézlemlenmistir. Bundan
dolay1 ortalama bir degerlendirme elde edebilmek i¢in veri setinin bdliimlenmesinde
k-kat capraz dogrulama yontemi kullanilmustir. K degeri 10 alinarak mevcut veri seti
10 esit parcaya boliinmiis olup 9 pargasi egitim, 1 parcasi da test verisi olarak
kullanilmistir. Bu islem sirasiyla her dilim test olmak kosuluyla 10 defa
tekrarlanmistir.  Smiflandirma sonucunda elde edilen sonuglarin ortalamasi
simiflandirma modelinin dogru tespit orani olarak kabul edilmistir. Her capraz
dogrulama isleminde ortaya ¢ikan hatanin oram1 da hatanin ortalama degeri olarak
kabul edilmistir. Bu durumda hata orani egitim setine ve ¢apraz dogrulama sayisina

baglidir.
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1kat | Test Egitim Seti
Set1
2kat | Egitim | Test Egitim Seti
Set1 Set1
3kat | Egitim Seti Test Egitim Seti
Seti
4 kat Egitim Seti Test Egitim Seti
Set1
5 kat Egitim Seti Test Egitim Seti
Seti
6.kat Egitim Seti Test Egitim Seti
Seti
7 kat Egitim Sefi Test Egitim Seti
Set1
8 kat Egitim Seti Test | Egitim Seti
Sett

9 kat Egitim Seti Test | Egitim

Seti Set1
10 kat Egitim Seti Test

Set1

Sekil 5.3. 10-kat ¢apraz dogrulama

5.3.2.1. BoW Oznitelik Cikarim Yéntemiyle Simiflandirma

BoW 0znitelik ¢ikarim yontemiyle elde edilen vektorler MLP, SVM ve NB
simiflandirma yontemlerine uygulanmistir. Talep verileri 10 kat capraz dogrulama
yontemine gore 10 esit par¢aya boliinmiis olup 9 parga ile model egitilmis, 1
parcasiyla da olusturulan model test edilmistir. Sonuclar asagidaki tablolarda

sunulmustur.

Her smiflandirma yontemi

olusturulmustur.
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Tablo 5.13. 10 Kat Capraz Dogrulamada SVM Siniflandirma Y 6nteminin
Karmagiklik Matrisleri

SVM
1 [2 3 1 [2 3
1 [29]0 |0 1[38(0 |0
1-2
2 [24]0 |0 2 [0 |0 |26
30 [0 |36 3]0 [0 |25
1 ]2 [3 1 ]2 3
1 [23]0 |0 1[32(0 |0
3-4
2 [31]0 |0 2 [14]0 |0
30 [0 35 3]0 [0 |43
1 [2[3 1 [2]3
1[29(0 |0 1[29(0 |0
5-6
2 [27]0 |0 2 [33]0 |0
30 [0 [33 3]0 [0 |27
1 ]2 [3 1 ]2 [3
1 [38]0 |0 1[21]0 |0
7-8
2 [0 [0 |20 2 [39]0 |0
30 [0 [30 30 |0 |28
1 ]2 [3 1 ]2 [3
1[36(0 |0 1[33[0 |0
9-10
2 [0 [0 |30 2 [0 [0 |29
3]0 |0 |22 3]0 [0 |26
1.SAPFI  2.SAPHR  3:SAPLO

Tablo 5.13’te, SVM smiflandirma algoritmasi kullanilarak egitilen modellere,
test wverilerinin uygulanmast sonucunda elde edilen karmasiklik matrisler
sunulmustur. Sonuglar analiz edildiginde, gercekte SAPHR sinifi ile etiketlenmis

miisteri talepleri yanlis sinifa dahil edilmistir.
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Toplamda 10 karmasiklik matrisi incelendiginde SAPHR smifi ile
etiketlenmis miisteri talepleri SVM algoritmas1 kullanilarak olusturulan modelde

dogru siiflandirilamamastir.

Tablo 5.14. 10 Kat Capraz Dogrulamada NB Siniflandirma Y onteminin Karmasiklik

Matrisleri
NB
1 12 |3 1 12 |3
111262 |1 1133|2 |3
1-2
211 |21]|2 2 |1 |23]|2
3|10 |4 |32 310 (2 |23
1 12 |3 1 12 |3
11201 |2 112912 |1
3-4
2|1 (3010 2 10 [13]|1
310 |3 |32 311 (1 |41
1 12 |3 1 12 |3
11281 |0 112712 |0
5-6
2 |14 [23]0 2 |4 272
310 (4 |29 3 (0 |8 |19
1 12 |3 1 12 |3
11(33/4 |1 11]21/0 |0
7-8
2 14 [161|0 2 |13 |31]|5
3|10 |5 |25 3|11 (2 |25
1 12 |3 1 12 |3
1(36/0 |0 1132|0 |1
9-10
2 |1 (281 2 16 |23]|0
310 |1 |21 311 (1 |24
1:SAPFI 2:SAPHR 3:SAPLO

Tablo 5.14’te, NB siniflandirma algoritmasi kullanilarak egitilen modellere,

test wverilerinin uygulanmast sonucunda elde edilen karmasiklik matrisler
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sunulmustur. Sonuglar analiz edildiginde, gercekte SAPFI sinifi ile etiketlenmis 23
miisteri talebi, gercekte SAPHR sinifi ile etiketlenmis 38 miisteri talebi ve gercekte
SAPLO sinifi ile etiketlenmis 34 miisteri talebi yanlis sinifa dahil edilmistir.

Toplamda 95 adet miisteri talebi NB algoritmasi kullanilarak olusturulan modelde

dogru simiflandirilamamastir.

Tablo 5.15. 10 Kat Capraz Dogrulamada MLP Siniflandirma Y 6nteminin
Karmagiklik Matrisleri

MLP
1 [2 [3 1 ]2 [3
1[29(0 |0 1362 |0
1-2
2 |1 [22]1 2 [0 [20]6
31 [9 |26 3]0 |2 |23
1 [2 [3 1 [2 [3
1/20(3 |0 1283 |1
3-4
2 |0 [26]5 2 [0 [12]2
3]0 [5 [30 3|1 |2 |40
1 ]2 |3 1 ]2 [3
1280 |1 1 (27]2 |0
56
2 |2 [23]2 2 |1 |28]4
30 |6 |27 30 |2 |25
1 ]2 |3 1 ]2 |3
1351 |2 1 [20]0 |1
7-8
2 |1 [17]2 2 |4 [29]6
30 |6 |24 30 |1 |27
1 [2 [3 1 ]2 [3
1332 |1 1 (311 |1
9-10
2 |1 254 2 |3 [21]5
30 [1 |21 3]0 |5 |21
1.SAPFI  2.SAPHR  3:SAPLO
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Tablo 5.15’te, MLP siniflandirma algoritmasi kullanilarak egitilen modellere,

test verilerinin uygulanmasi sonucunda elde edilen karmasiklik matrisler
sunulmustur. Sonuglar analiz edildiginde, ger¢cekte SAPFI simifi ile etiketlenmis 21
miisteri talebi, gercekte SAPHR sinifi ile etiketlenmis 50 miisteri talebi ve gercekte

SAPLO sinifi ile etiketlenmis 41 miisteri talebi yanlis sinifa dahil edilmistir.

Toplamda 112 adet miisteri talebi MLP algoritmas1 kullanilarak olusturulan

modelde dogru siniflandirilamamastir.

Tablo 5.16. 10 Kat Capraz Dogrulamanin Siniflandirma Yontemlerine Gore Her

Parcasi I¢in Dogruluk Degeri

A 1 2 3 4 5 6 7 8 9 10

SVM | 0.73 [0.70 |0.65 |0.84 |069 |062 |0.77 |055 |0.65 |0.67
NB 088 [ 088 |092 |093 |089 (082 |0.84 |087 |[096 |0.89
MLP | 086 |088 |085 |0.89 |087 |0.89 (086 |0.86 |0.89 |0.82

Tablo5.16’da veri setinin 10 kat ¢apraz dogrulama ile ayristirilarak BoW
Oznitelik ¢ikarma yontemi ile yapilan tiim siniflandirma ¢alismalar1 sonucunda elde

edilen dogruluk degerleri sunulmustur.

Tablo 5.17. BoW Modelinde Siniflandirma Y 6ntemlerinin Metrik Degerleri

Siniflandirma
A P R F-Metric Hata
Yontemi
SVM 0.691 0.544 0.691 0.592 0.308
NB 0.892 0.899 0.892 0.893 0.107
MLP 0.873 0.881 0.873 0.874 0.126

Tablo 5.17°de veri setinin 10 kat ¢apraz dogrulama ile ayristirilarak BoW
Oznitelik ¢ikarma yontemi ile yapilan tiim smiflandirma c¢aligmalarina ait metrik

degerleri sunulmustur.

BoW Oznitelik c¢ikarma yontemi kullanilarak olusturulan modellerin
siniflandirma c¢aligsmalarinda en iyi sonucu, %89.2 dogruluk, %89.9 keskinlik, %89.2
duyarlilik, %89.3 F-ol¢iitii ve %10.7 hata oraniyla NB siniflandirma algoritmasinin

verdigi gozlemlenmistir.
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5.3.2.2. Doc2Vec-DBoW Oznitelik Cikarma Yéntemiyle Siniflandirma

Doc2Vec 6znitelik ¢ikarma yonteminin DBoW 6grenme modeli kullanilarak
elde edilen vektorler MLP, NB ve SVM siiflandirma yontemlerine uygulanmistir.
Talep verileri 10 kat ¢apraz dogrulama yontemine gore 10 esit par¢aya boliinmiis
olup 9 parca ile model egitilmis, 1 pargasiyla da olusturulan model test edilmistir.
Sonuglar asagidaki tablolarda sunulmustur. Her siniflandirma yontemi i¢in 10 adet

karmasiklik matrisi olusturulmustur.
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Tablo 5.18. 10 kat ¢apraz dogrulamada SVM siniflandirma yonteminin Karmasiklik

Matrisleri
SVM
1 12 |3 1 12 |3
1 129|/0 |0 112712 |9
1-2
219 |15]|0 2 |1 |23]|2
318 |1 |27 310 [0 |25
1 ]2 |3 1 12 |3
11200 |3 112912 |1
3-4
2 |6 [23]|2 214 (10]0
3 (6 |3 |26 3 (182 |23
1 12 |3 1 12 |3
11(24,2 |3 1 122|1 |6
5-6
2 18 |16]3 2 |3 |28]|2
318 |1 |24 3|51 |21
1 12 |3 1 12 |3
1 (32|12 |4 1121/0 |0
7-8
2 |1 (181 2 12619 |4
314 |1 |25 314 |1 |23
1 12 |3 1 3
11271 |8 1 123|4 |6
9-10
2 |16 (240 219 182
312 |1 |19 313 (1 |22
1:SAPFI 2:SAPHR 3:SAPLO

Tablo 5.18’de SVM smiflandirma algoritmasi kullanilarak egitilen modellere,
test wverilerinin uygulanmast sonucunda elde edilen karmasiklik matrisler
sunulmustur. Sonuglar analiz edildiginde, gercekte SAPFI sinifi ile etiketlenmis 54
miisteri talebi, gercekte SAPHR sinifi ile etiketlenmis 88 miisteri talebi ve gercekte
SAPLO sinifi ile etiketlenmis 70 miisteri talebi yanlis sinifa dahil edilmistir.
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Toplamda 212 adet miisteri talebi SVM algoritmasi kullanilarak olusturulan

modelde dogru siniflandirilamamastir.

Tablo 5.19. 10 kat ¢apraz dogrulamada NB siiflandirma yénteminin Karmasiklik

Matrisleri
NB
112 |3 112 |3
- 1120/0 |9 1 128(3 |7
- 2 13 210 2 11 | 241
3 (3 |1 |32 310 |0 |25
112 |3 112 |3
11161 |6 1 24]3 |5
3_4
2 13 |25]3 2 13 |10]1
305 |3 |27 33 |0 |40
112 |3 12 |3
1123|3 |3 11201 |8
5_6
2 (4 |19 4 2 10 294
37 |1 |25 314 |1 |22
112 |3 112 |3
1 25(3 |10 11134 |4
7-8
2 11 172 2 13 |27]9
311 |3 |26 312 |0 |26
12 |3 12 |3
11253 |8 12204 [7
9-10
2 13 |27]0 2 11 271
34 |0 |18 313 |1 |22
1.SAPFI 2.SAPHR _ 3:SAPLO

Tablo 5.19°da NB smiflandirma algoritmas1 kullanilarak egitilen modellere,
test wverilerinin uygulanmast sonucunda elde edilen karmasiklik matrisler

sunulmustur. Sonugclar analiz edildiginde, gercekte SAPFI sinifi ile etiketlenmis 92
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miisteri talebi, gercekte SAPHR sinifi ile etiketlenmis 47 miisteri talebi ve gercekte
SAPLO sinifi ile etiketlenmis 42 miisteri talebi yanlis sinifa dahil edilmistir.

Toplamda 181 adet miisteri talebi NB algoritmas1 kullanilarak olusturulan

modelde dogru siniflandirilamamustir.

Tablo 5.20. 10 kat ¢apraz dogrulamada MLP siniflandirma yonteminin Karmasiklik

Matrisleri
MLP
1 ]2 |3 1 12 |3
1 (24,2 |3 1 |127|5 |6
1-2
211 |21|2 2 12 |23]|1
314 |0 |32 312 (3 |20
1 12 |3 1 12 |3
1 119|1 |3 11(24/6 |2
3-4
2 15 |23]3 212 102
3 (7 |1 |27 316 (2 |37
1 12 |3 1 12 |3
112212 |5 11(22|/1 |6
5-6
2 |5 [17|5 2 12 292
314 (0 |29 311 (3 |23
1 12 |3 1 12 |3
1 |27|5 |6 1 115|2 |4
7-8
2 |12 1810 2 |13 |30]|6
313 (2 |25 313 [0 |25
1 12 |3 1 12 |3
11(25/3 |8 11275 |1
9-10
215 |25]|0 215 |19]|5
312 (0 |20 316 (2 |18
1:SAPFI 2:SAPHR 3:SAPLO
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Tablo 5.20°de sunulan modelin MLP smiflandirma algoritmasi kullanilarak
egitilen modellere, test verilerinin uygulanmasi sonucunda elde edilen karmagiklik
matrisler sunulmustur. Sonuclar analiz edildiginde, gergekte SAPFI  sifi ile
etiketlenmis 76 miisteri talebi, ger¢ekte SAPHR simifi ile etiketlenmis 58 miisteri
talebi ve gercekte SAPLO sinifi ile etiketlenmis 51 miisteri talebi yanlis sinifa dahil

edilmistir.

Toplamda 185 adet miisteri talebi MLP algoritmasi kullanilarak olusturulan

modelde dogru siniflandirilamamustir.

Tablo 5.21. 10 kat ¢apraz dogrulamanin siniflandirma yontemlerine gore her pargasi

icin dogruluk degeri
A 1 2 3 4 5 6 7 8 9 10
SVvM |0.79 084 (077 (069 |0.71 |0.79 |0.85 |0.60 |0.79 |0.71
NB 082 |08 |076 |083 (075 [0.79 |0.77 |0.75 |0.79 |0.80
MLP | 086 |0.78 |0.77 |0.79 |0.76 |0.83 [0.79 |0.79 |0.79 |0.72

Tablo5.21°de veri setinin 10 kat ¢apraz dogrulama ile ayristirilarak DBoW

Oznitelik ¢ikarma yontemi ile yapilan tiim siniflandirma ¢aligmalar1 sonucunda elde

edilen dogruluk degerleri sunulmustur.

Tablo 5.22. DBoW Modelinde Siiflandirma Y 6ntemlerinin Metrik Degerleri

Simiflandirma .
A P R F-Metric Hata
Yontemi
SVM 0.759 0.801 0.759 0.757 0.240
NB 0.795 0.806 0.795 0.795 0.204
MLP 0.793 0.803 0.793 0.793 0.206

Tablo 5.22°de veri setinin 10 kat ¢apraz dogrulama ile ayristirilarak BoW
Oznitelik ¢ikarma yontemi ile yapilan tiim siniflandirma caligmalarina ait metrik

degerleri sunulmustur.

DBoW Oznitelik ¢ikarma yontemi kullanilarak olusturulan modellerin

siniflandirma ¢alismalarinda en 1yi sonucu, %79.5 dogruluk, %80.6 keskinlik, %79.5
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duyarlilik, %79.5 F-ol¢iitii ve %20.4 hata oraniyla NB siniflandirma algoritmasinin

verdigi gozlemlenmistir.

5.3.2.3. Doc2Vec-DM Oznitelik Cikarma Yontemiyle Siniflandirma

Doc2Vec 0znitelik ¢ikarma yonteminin 2. 6grenme modeli olan DM 6grenme
modeli kullanilarak elde edilen vektorler MLP, SVM ve NB smiflandirma
yontemlerine uygulanmistir. Talep verileri 10 kat ¢apraz dogrulama yontemine gore
10 esit parcaya boliinmiis olup 9 parga ile model egitilmis, 1 pargasiyla da
olusturulan model test edilmistir. Sonuglar asagidaki tablolarda sunulmustur. Her

siiflandirma yontemi i¢in 10 tane karmasiklik matrisi olusturulmustur.
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Tablo 5.23. 10 kat ¢apraz dogrulamada SVM siniflandirma yonteminin Karmasiklik

Matrisleri
SVM
1 12 |3 112 13
1 129|/0 |0 118 (1|29
1-2
2 12311 1|0 2 |7 |1 |18
3 [33(/0 |3 31 1|0 |24
1 12 |3 1 (2 |3
1 123|0 |0 1132|0 |0
3-4
2 |131(0 |0 2 11311 1|0
3 134|0 |1 3 140|0 |3
112 |3 1 |2 |3
1 128|0 |1 1126|/0 |3
5-6
2 12313 |1 2 12413
3126(0 |7 31160 |11
1 12 |3 1 12 |3
11(31/0 |7 1121/0 |0
7-8
2 1132 |5 2 1362 |1
3 110(0 |20 3 124|1 |3
1 |2 |3 1 |2 |3
111710 |19 11]119/0 |14
9-10
2 (11|10 |19 2 (18|10 |11
312 (0 |20 314 |0 |22
1:SAPFI 2:SAPHR 3:SAPLO

Tablo 5.23°de SVM  smiflandirma algoritmas: kullanilarak egitilen
modellere, test verilerinin uygulanmasi sonucunda elde edilen karmasiklik matrisler
sunulmustur. Sonuclar analiz edildiginde, ger¢ekte SAPFI sinifi ile etiketlenmis 74
miisteri talebi, gercekte SAPHR sinifi ile etiketlenmis 260 miisteri talebi ve gercekte
SAPLO sinifi ile etiketlenmis 191 miisteri talebi yanlis sinifa dahil edilmistir.
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Toplamda 525 adet miisteri talebi SVM algoritmasi kullanilarak olusturulan

modelde dogru siniflandirilamamuistir.

Tablo 5.24. 10 kat ¢apraz dogrulamada NB smiflandirma yénteminin Karmasiklik

Matrisleri
NB
1 (23 1 (2 |3
1 (195 |5 1(29[5 |4
o2 2 [19]5 [0 2 [8 (171
3 [11]3 |22 36 |2 |17
1 [2 |3 1 (23
1[17]1 |5 1300 |2
3-4
2 (20101 2 [10[3 [1
3 (173 |15 3 (183 |22
1 [2 |3 1 [2 |3
1 [23]5 [1 12002 |7
5-6
2 [1114]2 2 |6 [21]6
3 [12[1 |20 38 |3 |16
1 2 [3 1 2 [3
1206 |12 1 [14[1 |6
=8 2 [4 [14]2 2 [15]16 8
3 (3 |5 |22 38 [0 |20
1 (23 1 2 |3
1(25(2 |9 1 [27]4 |2
9-10
2 (208 |2 2 [12[17]0
3 (100 |12 39 |1 |16
1:'SAPFI  2.SAPHR  3:SAPLO

Tablo 5.24’te NB smiflandirma algoritmas: kullanilarak egitilen modellere,
test verilerinin uygulanmasi sonucunda elde edilen karmasiklik matrisler

sunulmustur. Sonuclar analiz edildiginde, gercekte SAPFI sinifi ile etiketlenmis 84
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miisteri talebi, gercekte SAPHR sinifi ile etiketlenmis 148 miisteri talebi ve gercekte
SAPLO sinifi ile etiketlenmis 123 miisteri talebi yanlis sinifa dahil edilmistir.

Toplamda 355 adet miisteri talebi NB algoritmas1 kullanilarak olusturulan

modelde dogru siniflandirilamamustir.

Tablo 5.25. 10 kat ¢apraz dogrulamada MLP siniflandirma yonteminin Karmasiklik

Matrisleri
MLP
112 |3 112 |3
- 1 1713 |9 116]9 |13
- 2 |5 [14]5 212 |16]8
39 |2 |25 314 |1 |20
112 |3 112 |3
11503 |5 112204 |6
3_4
2 14 [24]3 2 12 [10]2
3 (144 |17 319 |3 |31
1 ]2 |3 1 ]2 |3
1 |23]2 |4 1 17]3 |9
5_6
2 |6 |13]8 2 16 |24]3
3 [18]2 |13 318 |1 |18
1 ]2 |3 1 ]2 |3
12217 |o 11122 |7
7-8
2 12 [18]0 2 |2 |22]15
317 |3 |20 315 |4 |19
1 ]2 |3 1 ]2 |3
11255 |6 1 2215 |6
9-10
2 |5 [17]8 2 (100172
318 |4 |10 3|5 |3 |18
1:'SAPFI  2:SAPHR  3:SAPLO
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Tablo 5.25°de MLP siniflandirma algoritmasi kullanilarak egitilen modellere,

test verilerinin uygulanmasi sonucunda elde edilen karmasiklik matrisler
sunulmustur. Sonuglar analiz edildiginde, gercekte SAPFI sinifi ile etiketlenmis 117
miisteri talebi, gercekte SAPHR sinifi ile etiketlenmis 98 miisteri talebi ve gercekte

SAPLO sinifi ile etiketlenmis 114 miisteri talebi yanlis sinifa dahil edilmistir.

Toplamda 329 adet miisteri talebi MLP algoritmasi kullanilarak olusturulan

modelde dogru siniflandirilamamastir.

Tablo 5.26. 10 kat ¢capraz dogrulamanin siniflandirma yontemlerine gore her pargasi

icin dogruluk degeri
A 1 2 3 4 5 6 7 8 9 10
SVM | 037 |037 [0.26 |040 (042 044 |060 |0.29 |042 |0.46
NB 051 |0.70 [047 |061 (064 (064 |063 |056 |051 |0.68
MLP | 062 |058 |062 |0.70 [0.55 |0.66 [0.68 |0.60 |0.59 |0.64

Tablo5.26’da veri setinin 10 kat ¢apraz dogrulama ile ayristirilarak DM

Oznitelik ¢ikarma yontemi ile yapilan tiim siniflandirma ¢alismalari sonucunda elde

edilen dogruluk degerleri sunulmustur.

Tablo 5.27. DM Modelinde Siniflandirma Y 6ntemlerinin Metrik Degerleri

Simiflandirma .
A P R F-Metric Hata
Yontemi
SVM 0.405 0.576 0.407 0.314 0.592
NB 0.599 0.659 0.599 0.597 0.400
MLP 0.628 0.647 0.628 0.628 0.371

Tablo 5.27°de veri setinin 10 kat ¢apraz dogrulama ile ayristirilarak BoW
Oznitelik ¢ikarma yontemi ile yapilan tiim smiflandirma c¢alismalarina ait metrik

degerleri sunulmustur.

DM oOznitelik ¢ikarma yontemi kullanilarak olusturulan modellerin
siniflandirma c¢aligsmalarinda en iyi sonucu, %62.8 dogruluk, %64.7 keskinlik, %62.8
duyarlilik, %62.8 F-0lgiitli ve %37.1 hata oraniyla MLP siiflandirma algoritmasinin

verdigi gozlemlenmistir.
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BOLUM 6

SONUC VE DEGERLENDIRME

Bu ¢alismada, yazilim danigsmanlig1 hizmeti veren Detaysoft firmasina ait son
3 il igerisindeki miisterileri taleplerini igeren veri seti kullanilmistir. Firmaya ait
yardim masast uygulamasi araciligryla alinan miisteri taleplerinin ilgili birimlere
aktarilmasi islemi, talebi tanimlayan kisinin tercihine birakilmistir. Onerilen yontem
ile miisteri taleplerinin yonlendirilecegi birimin otomatik segilebilmesi probleminin
¢Oziilmesi hedeflenmistir. Miisteri taleplerinin ilgili birime dogru ydnlendirilmesi,
miisterilere etkili ve hizli geri doniisler saglanmasi agisindan biiyiik Snem

tagimaktadir.

Calisma kapsaminda, 2 veri ayristirma yontemi, 3 6znitelik ¢ikarim modeli ve
3 smiflandirma algoritmasi iizerine odaklanilmistir. Egitim ve test verisi olarak
ayristirma isleminde %67’lik veri seti ile 3 model egitilmis ve 3 smif kullanilarak
elde edilen degerler karsilagtirilmistir. Tablo 5.28°de, SVM siniflandirma yonteminin
egitim ve test verisi seklinde ayristirilarak, BoW, DBoW ve DM 0znitelik ¢ikarim
modelleriyle elde edilen dogruluk (A), keskinlik (P), duyarlilik(R) ve F-metrik
degerleri gosterilmistir. Sonuclar incelendiginde bu problem i¢in SVM siniflandirma
yontemi beklenilen basarimdan uzak durmaktadir. Ortaya ¢ikan sonuglar miisteri

taleplerinin dogru siniflandirilmasi agisindan istenilen oranda elde edilememistir.

Tablo 5.28. SVM siniflandirmasinin Oznitelik ¢ikarimlarina gére metrik degerleri

SVM A P R F
Bow 0.696 0.533 0.696 0.590

DBoW 0.481 0.799 0.481 0.426
DM 0.310 0.443 0.310 0.158

Tablo 5.29’da, NB smiflandirma yonteminin egitim ve test verisi seklinde
ayristirilarak, BoW, DBoW ve DM 0znitelik ¢ikarim modelleriyle elde edilen
dogruluk (A), keskinlik (P), duyarlilik(R) ve F-metrik degerleri gosterilmistir. Bu
modelde BoW o6znitelik ¢ikarim yontemiyle elde edilen sonuglarin basarim agisindan

daha verimli oldugu goriilmektedir.
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Tablo 5.29. NB siniflandirmasinin Oznitelik ¢ikarimlaria gére metrik degerleri

NB A P R F
BoW 0. 880 0. 884 0. 880 0. 881
DBoW 0. 756 0. 756 0. 756 0. 754

DM 0. 549 0. 620 0.407549 0. 556

Tablo5.30’da, MLP siniflandirma yonteminin egitim ve test verisi seklinde
ayristiritlarak, BoW, DBoW ve DM o6znitelik ¢ikarim modelleriyle elde edilen
dogruluk (A), keskinlik (P), duyarlilik(R) ve F-metrik degerleri gosterilmistir. Bu
modelde, MLP siniflandirma algoritmasinin BoW 06znitelik ¢ikarim yontemiyle

%88,3 dogruluk orani ile en basarili sonucu elde ettigi goriilmektedir.

Tablo 5.30. MLP smiflandirmasimnin Oznitelik ¢ikarimlarina gore metrik degerleri

MLP A P R F
BowW 0.883 0. 884 0. 883 0. 883

DBoW 0. 801 0.803 0. 801 0. 801
DM 0.639 0.672 0.639 0.642

Kullanilan ikinci veri ayrigtirma yonteminde, 10 kat ¢apraz dogrulama isleminde
veri seti 10 esit parcaya boliinmiistiir. Elde edilen bu 10 pargcanin 1 pargasi test, 9
parcast ise modelin egitiminde kullanilmigtir. Tablo 5.31°de, SVM smiflandirma
algoritmasinin 10 kat ¢apraz dogrulama veri ayristirma yonteminde Bow, DBoW ve
DM o6znitelik ¢ikarim teknikleriyle elde edilen dogruluk (A), keskinlik (P),
duyarlilik(R) ve F-metrik degerleri gosterilmistir. SVM modelinde 10 kat capraz
dogrulama yapilmast durumunda, Doc2Vec tekniklerinden biri olan DBoW

yontemiyle % 75’°lik dogruluk orani elde edilmistir.

Tablo 5.31. SVM siniflandirmasinin Oznitelik ¢ikarimlarina gére metrik degerleri

SVM A P R F
BoW 0.691 0.544 0. 691 0.592

DBoW 0.759 0.801 0. 759 0.757
DM 0.405 0.576 0.407 0.314
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Tablo5.32’de NB siniflandirma algoritmasinin 10 kat ¢apraz dogrulama veri
ayristirma yonteminde BoW, DBoW ve DM 0znitelik ¢ikarim teknikleriyle elde
edilen dogruluk (A), keskinlik (P), duyarlilik(R) ve F-metrik degerleri gosterilmistir.
NB modelinde 10 kat ¢apraz dogrulama yapilmasi durumunda, BoW yoéntemiyle %

89,2’1ik dogruluk orani elde edilmistir.

Tablo 5.32. NB smiflandirmasinin Oznitelik ¢ikarimlaria gore metrik degerleri

NB A P R F
BoW 0.892 0.899 0.892 0.893
DBoW 0.795 0.806 0. 795 0. 795
DM 0.599 0.659 0.599 0.597

Tablo5.33’te MLP simiflandirma algoritmasinin 10 kat ¢apraz dogrulama veri
ayristirma yonteminde BoW, DBoW ve DM 0znitelik ¢ikarim teknikleriyle elde
edilen dogruluk (A), keskinlik (P), duyarlilik(R) ve F-metrik degerleri gosterilmistir.
MLP modelinde 10 kat ¢apraz dogrulama yapilmasi durumunda, BoW yontemiyle %
87,3’liik dogruluk orani elde edilmistir.

Tablo 5.33. MLP smiflandirmasimin Oznitelik ¢ikarimlarina gore metrik degerleri

MLP A P R F
BoW 0.873 0.881 0.873 0.874

DBoW 0.793 0.803 0.793 0.793
DM 0.628 0.647 0. 628 0. 628

Ilgili problem igin kullanilan smiflandirma algoritmalarinin 3 farkli 6znitelik
cikarma yontemi ile veri setinin egitim ve test olarak ayristirilmas: durumunda elde
edilen sonuclar Tablo 5.34’te karsilagtirilmistir. Bu yontemde en iyi sonucu, MLP

siniflandirma algoritmasinin kullanildigit BoW modeli vermistir.
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Tablo 5.34. Modelleme ve Siiflandirma Yontemlerinin Karsilastirilmasi

A Bow DBoW DM
SVM 0.696 0.481 0.310

NB 0.880 0.756 0.549
MLP 0.883 0.801 0.639

Ilgili problem icin kullanilan simiflandirma algoritmalarinin 3 farkli 6znitelik
cikarma yontemi ile 10 kat capraz dogrulama yapilmasi durumunda elde edilen
sonuglar Tablo 5.35’te karsilastirilmistir. Bu yontemde en iyi sonucu, %89,2
dogruluk orani1 ile NB siniflandirma algoritmasmin kullanildigt BoW modeli

vermistir.

Tablo 5.35. Modelleme ve Siiflandirma Yontemlerinin Karsilastirilmasi

A Bow | DBoW DM
SVM 0.691 0.759 0.405

NB 0.892 0.795 0.599
MLP 0.873 0.793 0.628

Her iki veri ayristirma yonteminde de en iyi sonuglar, BoW 0znitelik ¢ikarim
tekniginde elde edilmistir. iki veri ayristirma yonteminde de DBoW &znitelik ¢ikarim
teknigi, BoW teknigine yakin sonuglar vermistir. DBoW teknigi, miisteri taleplerini
anlamsal olarak degerlendirmekte ve buna gore modellemektedir. DBoW 06znitelik
cikarim tekniginde diisiik sonuclar alinmasinin temel sebebinin veri setinin problemi
modelleyebilmesi olmamasindan kaynaklandigi 6n

icin yeterli biiyiikliikte

goriilmektedir.

Sonraki caligmalarda miisteri taleplerinin yer aldigi veri seti artirilarak DBoW
oznitelik ¢ikarim teknigi ile problem yeniden ele alinabilir. Ayrica bu calismada
hedeflenen 3 farkli sinif firmalarin organizasyon yapisina gore artirilarak sonuglar

yeniden degerlendirilebilir.

Sonug olarak miisteri taleplerinin organizasyonel is akislarina uygun olarak
siiflandirilabilmesi problemi ic¢in Onerilen modellerin kullanilabilir/uygulanabilir

oldugu goriilmektedir.
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